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1 ВЪВЕДЕНИЕ 

1.1 Изследователски контекст и мотивация 

Техниките за дълбоко обучение (CNN, RNN, LSTM, Transformer) постигнаха 
забележителен напредък в количественото търгуване, като над 56% от хедж 
фондовете използват модели на изкуствен интелект към 2018 г. [1][2], 
превъзхождайки традиционните статистически методи [3]. Въпреки това тяхната 
природа на „черна кутия“ поражда моделен риск, системен риск и риск за 
съответствие [4][5][6][7], както е демонстрирано от Flash Crash през 2010 г. (индексът 
Dow се срина с ~9% за минути) [8], инцидента с Knight Capital през 2012 г. (загуба от 
460 млн. долара за 45 минути) [9] и сътресението на китайския пазар през 2015 г. (~30% 
загуба за един месец) [10][11][12]. Основните регулаторни рамки вече изискват 
алгоритмична прозрачност [13][14]: EU MiFID II изисква подробни описания на 
стратегиите, SEC предложи правила за предиктивен анализ на данни [15], член 22 от 
GDPR установява „Право на обяснение“ [16], а китайските власти изискват 
проследимост на алгоритмите. Обяснимият изкуствен интелект (XAI) се утвърди като 
основното решение [17][18], като post-hoc методите (LIME, SHAP) са широко 
приложими, но с поставена под въпрос достоверност [19][20][21][22], докато 
вътрешно интерпретируемите модели вграждат обяснимостта в самата архитектура 
[19]. Сред последните, моделите с тесен концептуален канал (Concept Bottleneck 
Models, CBM) въвеждат разбираеми за човека концепции като междинни ограничения, 
демонстрирайки значителна стойност в медицинската диагностика [23] и 
автономното шофиране [24], но систематичното финансово приложение остава 
празнина [25][14]. Финансовото приложение на CBM се сблъсква с уникални 
предизвикателства: неяснота на концепциите [26], времеви зависимости и 
нестационарност [27][1], и необходимост от обяснения за множество заинтересовани 
страни [28].  

1.2 Формулировка на проблема 

Настоящото изследване поставя четири изследователски въпроса: RQ1 — как да се 
проектира обяснима финансова концептуална система с прецизност, пълнота и 
изчислимост; RQ2 — как да се приложи CBM към финансови времеви редове чрез 
свързване на енкодери за дълбоко обучение (Transformer, TCN) със слоеве с 
концептуално стеснение; RQ3 — как да се балансира обяснимостта и предиктивната 
производителност, изследвайки дали съществува Парето-оптимална точка; RQ4 — 
как да се валидира стойността на обяснимия финансов ИИ чрез научно обратно 
тестване при различни пазарни режими. 

Адресирани са четири технически предизвикателства: (1) неяснота на финансовите 
концепции, изискваща дефиниции на база правила и гладки активационни функции; 
(2) нестационарност на времевите редове, налагаща изчисления, съобразени с 
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пазарния режим, и откриване на дрейф; (3) противоречието между обяснимост и 
сложност, разрешено чрез хибридна архитектура, запазваща дълбокото обучение на 
по-ниските слоеве с ограничения на концептуално стеснение на слоя за вземане на 
решения (125 концепции); (4) ефективност на извод в реално време чрез 
векторизирани операции, GPU ускорение и инкрементално изчисление. 
Допълнително, режимно-адаптивната модулация на концепциите коригира 
активациите на концепциите на база детектираното пазарно състояние от L2: 
активацията на всяка концепция се скалира с модулационен фактор на ниво категория, 
извлечен от теглата на експертите на L2 MoE, усилвайки концепциите за тренд и 
моментум при трендови режими и концепциите за волатилност при високоволатилни 
периоди, като същевременно запазва пълната одитируемост на решенията чрез явни, 
проверими модулационни фактори. 

1.3 Изследователски цели и приноси 

Настоящото изследване определя четири цели: (1) Конструиране на 125 обясними 
финансови концепции в 8 категории с прецизни дефиниции и непрекъснати 
активационни функции; (2) Проектиране на седемслойна хибридна невронно-
символна архитектура (L0–L7), интегрираща Transformer, TCN, TFT енкодери с 
концептуално стеснение и машина за извод на базата на правила; (3) Постигане на 
концептуално управлявано вземане на решения чрез IF-THEN правила с 
многостепенни обяснения; (4) Валидиране чрез мултиактивно обратно тестване 
(акции, ETF, криптовалути) с 30+ метрики.  

Както е обобщено в Таблица 1.1, очакват се четири основни приноса: (C1) първо 
систематично приложение на CBM в прогнозирането на финансови времеви редове; 
(C2) 125 концепции и 38 правила за търгуване, следващи принципите на пълнота, 
ортогоналност, изчислимост и обяснимост; (C3) MoE енкодер, съобразен с пазарния 
режим, комбиниращ HMM с гейтинг маршрутизация; (C4) пълна седемслойна 
система с цялостна проследимост и управление на риска. 

Три технически иновации подкрепят тези приноси: концептуално управлявани (а не 
базирани на характеристики) търговски сигнали, позволяващи човешко разбиране и 
сътрудничество; интеграция на символно разсъждение на база правила с дълбоко 
обучение чрез слоя с концептуално стеснение (експертите могат да модифицират 
правилата без преобучение); и многостепенна обяснимост на ниво концепция, 
правило и внимание, съставляваща пълна верига на обяснение. 

№ Принос Ключови приноси Глави 

C1 Методологична 
иновация 

Рамка за прогнозиране на финансови времеви редове 
на база CBM; първо систематично въвеждане на CBM 
в количественото търгуване 

Гл. 3, 4 
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C2 Теоретична рамка 125 финансови концепции в 8 категории и 38 правила 
за търгуване; методология за проектиране на 
концептуален слой за финансови времеви редове 

Гл. 3 

C3 Архитектура на 
модела 

MoE енкодер, съобразен с пазарния режим, 
комбиниращ HMM с гейтинг маршрутизация за 
адаптивно моделиране на нестационарни пазари 

Гл. 4 

C4 Системна 
реализация 

Седемслойна архитектура с управление на риска; 
мултиактивно бектестване с 30+ оценъчни метрики 

Гл. 4, 5 

Таблица 1.1 Обобщение на очакваните основни приноси 

2 ПРЕГЛЕД НА ЛИТЕРАТУРАТА 

Тази глава систематично разглежда пет ключови области, тясно свързани с 
настоящото изследване: методи за прогнозиране на финансови времеви редове, 
приложения на графови невронни мрежи във финансите, обясним изкуствен интелект, 
модели с тесен концептуален канал и количествени методи за управление на риска. 
Чрез критичен анализ на съществуващите работи се изяснява позиционирането и 
приносите на настоящото изследване. 

2.1 Методи за прогнозиране на финансови времеви редове 

Прогнозирането на финансови времеви редове еволюира от статистически методи 
към дълбоко обучение. Класическите подходи включват ARIMA [29] (линейни, 
стационарни допускания), семейството GARCH [30][31] за клъстериране на 
волатилността и VAR рамките за мултиактивен анализ [32] — всички ограничени от 
линейността и ръчното конструиране на характеристики. Машинното самообучение 
адресира някои ограничения: SVM за прогнозиране на посоката [33], Random Forest с 
ансамблова стабилност [34][35], и XGBoost/LightGBM [36][37][38], макар да остават 
зависими от качеството на конструирането на характеристики. Дълбокото обучение 
донесе трансформативни възможности: LSTM [39] и GRU [40] решиха проблема с 
изчезващите градиенти; CNN бяха приложени към книги с лимитирани поръчки [41]; 
TCN комбинира каузални и разширени конволюции, превъзхождайки LSTM [42]. 
Архитектурата Transformer фундаментално промени моделирането на 
последователности, като TFT на Lim et al. постигна най-съвременна 
производителност с интерпретируемост на ниво характеристики (но не на семантично 
ниво).  

Въпреки подобренията в точността, всички методи за дълбоко обучение нямат 
интерпретируемост, което е в противоречие с регулаторните изисквания (GDPR, 
MiFID II). Таблица 2.1 сравнява трите категории методи, разкривайки основния 
компромис, който настоящото изследване адресира: предиктивната способност се 
подобрява, докато интерпретируемостта се влошава. 
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Категория 
метод 

Представителн
и алгоритми 

Основни 
предимства 

Ограничения и 
недостатъци 

Интерпретируемо
ст 

Статистическ
и методи 

ARIMA, 
GARCH, VAR 

Пълна 
математическа 

теоретична 
основа, малко 
параметри на 

модела, 
изключително 

висока 
изчислителна 
ефективност, 
подходящи за 
стационарни 

последователност
и. 

Ограничени от 
линейни 

допускания, 
трудно улавяне 
на многомерни 

нелинейни 
характеристики 

и сложна 
пазарна 

динамика. 

Силна 

Традиционно 
машинно 
обучение 

SVM, RF, 
XGBoost 

Притежава 
нелинейна 

способност за 
апроксимация, 

поддържа анализ 
на важността на 

характеристиките, 
относително 

благоприятен за 
малки извадки. 

Силно зависимо 
от ръчно 

конструиране 
на 

характеристики, 
склонно към 
попадане в 

локални 
оптимуми. 

Средна 

Дълбоко 
обучение 

LSTM, 
Transformer, 

TFT 

Мощна 
способност за 

цялостно 
извличане на 

характеристики, 
отлично улавяне 

на далечни 
зависимости и 

сложни времеви 
модели. 

Значителни 
характеристики 

на „черна 
кутия“, липса 

на прозрачност 
на логиката за 

вземане на 
решения, 
високи 

изисквания за 
обем данни и 
изчислителна 

мощност. 

Слаба 

Таблица 2.1 Сравнение на методите за прогнозиране на финансови времеви редове 

2.2 Приложения на графови невронни мрежи във финансите 

Финансовите пазари по своята природа са сложни релационни мрежи, конструируеми 
чрез корелационни мрежи [43][44], отраслова класификация [45], връзки по вериги на 
доставки [46] и графи на знанието [47]. Ozsoylev и Walden доказаха, че мрежовото 
разпространение на информация създава предвидими ценови модели [48], като 
метриките за мрежова централност корелират значително с бъдещите доходности [49]. 
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Relational Stock Ranking на Feng et al. постигна значителна свръхдоходност чрез 
Temporal Graph Convolution [50]. Графовите мрежи с внимание (GAT) [51] предлагат 
предимства пред GCN и GraphSAGE в динамичното обучение на взаимоотношения и 
интерпретируемостта [52][53], като моделът HATS на Kim et al. постигна силно 
представяне на S&P 500 [54], а Matsunaga et al. демонстрираха ефективността на 
графите на знанието върху Nikkei 225 [55]. В управлението на портфейли GNN 
подобряват прогнозирането на системен риск [56] и усъвършенстват традиционните 
рамки на средна стойност–дисперсия [57][58], като Soleymani и Paquet комбинираха 
GNN с подсилващо обучение за динамично разпределение [59]. Графовото 
клъстериране (Louvain [60]) открива общности от акции, които по-добре отразяват 
реалното съвместно движение от официалните класификации [61]. Въпреки това 
съществуващите GNN разработки остават черни кутии [62], като вграденията не 
съответстват на финансовата терминология и не интегрират експертни знания в 
областта [63]. Настоящото изследване преодолява тези празнини, свързвайки GNN 
вграждания със слоя на концептуалното стеснение, картографирайки графовите 
представяния към обясними концепции. 

2.3 Обясним изкуствен интелект (XAI) 

XAI адресира необходимостта от прозрачност в приложенията на ИИ с висок риск. 
Lipton разграничи интерпретируемостта от обяснимостта [4], докато настоящата 
дисертация възприема унифицираната дефиниция на Rudin [18]. Методите се 
категоризират като вътрешно интерпретируеми срещу post-hoc и локални срещу 
глобални [64][65], оценявани по достоверност, разбираемост, стабилност и пълнота 
[66]. Сред post-hoc методите LIME апроксимира локалното поведение с 
интерпретируеми модели [20], но може да заблуди при нелинейни модели [22]; SHAP 
предоставя теоретично оптимално приписване на характеристики чрез стойности на 
Shapley, но обяснява приноси, а не логика [65]; а визуализацията на вниманието 
[67][68] остава дискусионна по отношение на достоверността. Slack et al. 
демонстрираха, че състезателни примери могат да заблудят както LIME, така и SHAP 
[22], подчертавайки ненадеждността на post-hoc методите. Вътрешно 
интерпретируемите алтернативи включват дървета на решенията и обучение на 
правила (RIPPER, Bayesian Rule Lists) [69] с ограничена изразителност; GAM, 
подобрени чрез LASSO [70] и EBM [71], постигащи сравнима производителност, но 
лишени от моделиране на взаимодействия, и невронно-символни методи [72], все още 
в начален стадий във финансите. Както подчерта Rudin: решенията с високи залози 
трябва да използват вътрешно интерпретируеми модели [18] — особено важно за 
финансовата област. 
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2.4 Напредък в изследванията на модели с място на концептуално 
стеснение 

Моделите с тесен концептуален канал (CBM), предложени от Koh et al. на ICML 2020 
[23], въвеждат интерпретируем слой на концептуално стеснение между вход и изход, 
където всяко междинно измерение съответства на разбираема за човека концепция. 
Това позволява интерпретируемост на прогнозите, експертна интервенция и 
инжектиране на знания. Оригиналният CBM валидира ефективността при 
класификация на птици CUB-200 (312 визуални атрибута) и оценка на остеоартрит с 
три подхода за обучение: независимо, последователно и съвместно обучение. 

Последващите варианти значително разшириха възможностите на CBM. Post-hoc 
CBM на Yuksekgonul et al. [73] проектира представянията на предварително обучени 
модели в концептуалното пространство чрез CLIP без преобучение. Stochastic CBM 
на Vandenhirtz et al. [74] моделира зависимостите между концепциите чрез 
разпределителна параметризация. Concept Embedding Models (CEM) на Zarlenga et al. 
[75] заместват скаларните активации с многомерни вграждания за повишена 
изразителност. Label-free CBM на Oikarinen et al. [76] елиминира изцяло зависимостта 
от анотация на концепциите, използвайки описания, генерирани от LLM, 
мащабирайки до ImageNet. Други забележителни варианти включват GlanceNets, 
адресиращи изтичането на информация [77], Concept Whitening, постигащ 
декорелиране на концепциите чрез ортогонализация [78], и Interactive CBM, 
позволяващ сътрудничество човек–ИИ по време на извод [79]. Таблица 2.2 сравнява 
тези варианти систематично. 

Метод Година Нужда от 
анотация 

Човешка 
интервенция 

Мащабируемост Основна област 

Оригинален 
CBM 

2020 Да (силна 
супервизия) 

Да Ограничена 
(зависи от ръчна 
анотация) 

Медицински 
образи, 
класификация 
на птици 

Post-hoc 
CBM 

2023 Не (базиран на 
CLIP) 

Да Висока Обща 
компютърна 
визия 

CEM 2022 Да Да Средна (въвежда 
слой за вграждане) 

Синтетични 
бенчмаркове, 
CUB птици и 
CelebA лица 

Label-free 
CBM 

2023 Не (базиран на 
LLM) 

Да Най-висока 
(автоматизирано 
генериране) 

Класификация 
на ImageNet 

Stochastic 
CBM 

2024 Гъвкаво 
(поддържа 
както 
етикетирани, 

Да Ефективна/висока Общи задачи за 
класификация 
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така и CLIP-
изведени 
концепции) 

Таблица 2.2 Сравнение на варианти на CBM 

Въпреки значителния напредък, приложението на CBM във финансите е почти 
несъществуващо поради абстрактни дефиниции на концепциите, времево изместване 
на концепциите, изисквания за хетерогенни данни, ограничения на дизайна за 
статичен вход и сложни нелинейни взаимодействия между концепциите. Настоящото 
изследване адресира тези проблеми чрез 125 специфични за областта концепции, 38 
IF-THEN правила, йерархична архитектура, разделяща кодирането с дълбоко 
обучение от концептуалното стеснение, динамично изчисление с плъзгащ прозорец и 
поддръжка на множество гранулярности (от минути до месеци). 

2.5 Количествени методи за управление на риска 

Управлението на риска е в основата на слоеве 5–6 на настоящото изследване. VaR [80], 
определен от Базелското споразумение [81] като основна метрика за пазарен риск, не 
удовлетворява свойството за субадитивност [82]. CVaR/Очаквана загуба, доказан за 
кохерентен от Rockafellar и Uryasev [83] със статистически свойства, изследвани от 
Acerbi и Tasche [84], беше приет от Basel III като заместител на VaR [85], 
демонстрирайки устойчивост при разпределения с тежки опашки [86]. Финансовите 
доходности с тежки опашки [87] налагат EVT, като методът POT използва 
обобщеното разпределение на Парето [88]; McNeil и Frey комбинираха GARCH с EVT 
[89], систематично разработено от Embrechts et al. [90]. За моделиране на 
волатилността HAR моделът на Corsi [91] улавя очакванията в множество мащаби, 
докато Hansen и Lunde [92] установиха, че GARCH(1,1) е трудно да бъде 
превъзхождан, а Christoffersen и Diebold [93] изследваха прогнозирането на 
волатилността за VaR и ценообразуване на опции. Слой 5 възприема хибрид GARCH-
EVT за прогнозиране на волатилността и оценка на риска в опашките. 

2.6 Обобщение на глава 2 

Този преглед идентифицира четири ключови изследователски празнини. Празнина 1: 
Моделите за дълбоко обучение във финансите нямат интерпретируемост — post-hoc 
методите имат проблеми с достоверността и не могат да отговорят на регулаторните 
изисквания. Празнина 2: CBM не е систематично прилаган във финансовата област 
въпреки успеха му в медицинската и компютърната визия. Празнина 3: Компромисът 
между интерпретируемост и производителност не е систематично изследван. 
Празнина 4: Няма цялостна обяснима количествена система, която да интегрира 
всички компоненти от придобиването на данни до търговските решения. Таблица 2.3 
обобщава тези празнини и съответните контрамерки. 



 

11 

 

Изследователска 
празнина 

Ограничения на 
съществуващите работи 

Контрамерки и иновации на 
дисертацията 

Съответни 
глави 

Проблемът „черна 
кутия“ на дълбокото 
обучение 

Post-hoc обясненията 
(напр. SHAP) са 
нестабилни и не могат да 
отразят истинската логика 
за вземане на решения на 
модела. 

Предлагане на модели с 
концептуално стеснение 
(CBM) за постигане на 
вътрешна интерпретируемост 
на структурата на модела. 

Глава 4 

Празнина в 
приложението на 
CBM във финансите 

Дефинирането на 
финансови концепции е 
трудно, липсват 
систематични методи за 
извличане на концепции и 
анотирани данни. 

Конструиране на база от 
знания, съдържаща 125 
финансови концепции и 
правила, установяване на 
методология за проектиране 
на концептуален слой. 

Глава 3 

Компромис между 
интерпретируемост и 
производителност 

Традиционните 
интерпретируеми модели 
обикновено жертват 
точността на прогнозиране 
и трудно постигат висока 
производителност. 

Проектиране на йерархична 
архитектура Mixture of Experts 
за подобряване на 
производителността при 
запазване на висока 
интерпретируемост. 

Глава 4 

Липса на цялостна 
система за оценка 

Съществуващите 
изследвания остават 
предимно на ниво модел, 
липсва пълна валидация от 
прогнозиране до реално 
търгуване. 

Реализация на единна 
седемслойна система за 
количествено търгуване, 
интегриране на модули за 
управление на риска и 
завършване на пълно 
затворено валидиране. 

Глави 4, 5 

Таблица 2.3 Съответствие между изследователските празнини и приносите на 
дисертацията 

3 ПРОЕКТИРАНЕ НА ФИНАНСОВА КОНЦЕПТУАЛНА 
СИСТЕМА 

3.1 Теоретични основи на моделите с тесен концептуален канал 

Теорията за информационния канал с ограничена пропускателна способност, или 
Теорията за тесния информационен канал (IB) [94], предоставя теоретичната основа: 
при дадени вход X, представяне Z и цел Y, оптимизационната цел е LIB  =  I(X; Z) –  β ⋅
I(Z; Y), изисквайки Z да удовлетворява марковската верига Y→X→Z, гарантираща 
неравенството за обработка на данни I(Y;Z) ≤ I(Y;X). CBM прилага мисленето на IB, 
въвеждайки концептуален слой X→C→Y, където C служи като тясно място, като 
всяко измерение съответства на разбираема за човека концепция. Целта на обучението 
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е LCBM  =  Lconcept(𝒇𝒇(X), C∗)  +  λ ⋅ Ltask(𝒈𝒈(C), Y) . Настоящото изследване прилага 
CBM към финансови времеви редове със 125 специфични за областта концепции, 
обхващащи технически, фундаментални и сентиментални измерения (Фигура 3.1). 

 
Фигура 3.1 Връзка между принципа на информационното тясно място и CBM 

3.2 Принципи на проектиране на концепциите 

Предлагаме пет основни принципа на проектиране за финансовата концептуална 
система. Принцип 1 – Интерпретируемост: всяка концепция трябва да съответства на 
термин с ясна семантика във финансовата област, удовлетворявайки семантична 
яснота, релевантност за областта и когнитивна съгласуваност с експертната преценка. 
Принцип 2 – Изчислимост: всяка концепция c_i трябва да има детерминистична 
функция h_i, такава че c_i = h_i(X_t, ..., X_{t-k}), изчислена от стандартни пазарни 
данни. Принцип 3 – Релевантност: концепциите трябва да бъдат релевантни на целта 
за прогнозиране, измервана чрез взаимна информация R(c_i, Y) = I(c_i; Y). Принцип 
4 – Независимост: концепциите трябва да поддържат ниска взаимна корелация |ρ(c_i, 
c_j)| < τ, за да се избегне излишество. Принцип 5 – Пълнота: множеството от 
концепции трябва да постигне висок коефициент на информационно покритие 
Coverage = I(C;Y)/I(X;Y), приближаващ 1. Тези принципи са взаимосвързани и 
взаимно ограничаващи; чрез итеративна оптимизация системата от 125 концепции 
постига балансиран компромис между всичките пет. 

3.3 Дефиниция на 125 финансови концепции 

На базата на теорията IB проектирахме 8 категории със 125 концепции, обхващащи 
ценово поведение (тренд, моментум, волатилност), търговска активност (обем), 
пазарна структура (графова), разпознаване на модели, фундаментални показатели и 
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сентимент. Тренд (C001–C015) улавя подравняването на пълзящи средни и пробиви; 
Моментум (C016–C030) използва RSI, MACD, KDJ; Волатилност (C031–C045) 
измерва ATR и ленти на Болинджър; Обем (C046–C060) обхваща скокове и 
разминаване между цена и обем; Графова структура (C061–C080) извлича 
характеристики на централност и GAT вграждания; Модели (C081–C095) 
идентифицират класически формации; Фундаментални (C096–C110) оценяват PE/PB, 
ROE и растеж; Сентимент (C111–C125) количествено определя VIX и потоци на 
средства. Таблица 3.1 обобщава системата. 

№ 
кат. 

Име на 
категория 

Брой 
концепции 

Обхват на 
ID 

Примерни концепции 

1 Тренд 15 C001–C015 strong_uptrend, breakout 

2 Моментум 15 C016–C030 high_momentum, overbought 

3 Волатилност 15 C031–C045 high_volatility, 
bollinger_squeeze 

4 Обем 15 C046–C060 volume_surge, accumulation 

5 Графова 
структура 

20 C061–C080 high_centrality, 
gat_embedding_sim 

6 Модели 15 C081–C095 head_shoulders_top, 
double_bottom 

7 Фундаментални 15 C096–C110 pe_undervalued, high_roe 

8 Сентимент 15 C111–C125 fear_high, money_inflow 

Общо – 125 C001-C125 – 

Таблица 3.1 Обобщителна таблица на класификацията на финансовите концепции 

3.4 Методи за изчисляване на активирането на концепциите 

Активирането на концепциите използва подход, управляван от правила, 
преобразувайти необработени данни към стойности в [0, 1]. Използват се две 
активационни функции: сигмоидната функция activation(x) = σ((x–θ)/τ) с централна 
точка θ и мащабиращ фактор τ, и функцията Smoothstep, осигуряваща по-плавни 
преходи с по-добра числена стабилност в близост до праговете. Различните категории 
възприемат различни функции в зависимост от семантичните характеристики — 
тренд и моментум използват сигмоидна функция, свързана с дефинициите на 
индикаторите, докато обем и модели използват Smoothstep за по-плавно откриване на 
преходи. Адаптацията с множество времеви прозорци поддържа краткосрочни (5–20 
дни), средносрочни (20–60 дни) и дългосрочни (60–250 дни) прозорци. Методите за 
нормализация включват Z-score, Min-Max и квантилна нормализация, за да се осигури 
сравнимост между концепциите. 
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3.5 Валидиране на концептуалната система 

Валидирането използва 194 актива (американски акции, криптовалути, ETF) с дневни 
данни от януари 2024 до януари 2026 (94 955 наблюдения, Yahoo Finance). Ключови 
резултати: междукласовите корелации са стриктно в диапазона [–0,08; 0,11] 
(ортогоналността е потвърдена); сентиментът има най-високо информационно 
съдържание (2,949 бита, 75% от теоретичния горен предел); тренд, моментум и 
сентимент са основните двигатели на решенията (SHAP приближава 1,0). 

Таблица 3.2 показва валидиране на устойчивостта чрез ±20% пертурбация на 
параметрите със среден ASI = 0,865, като графовата структура и фундаменталните 
показатели постигат перфектна съгласуваност (Kappa = 1,0) като категории, 
независими от параметрите, докато сентиментът (Kappa = 0,095), трендът (0,434) и 
волатилността (0,357) са по-чувствителни към времевия прозорец. Средният процент 
на обръщане от 13,0% означава, че ~87% от наблюденията запазват активирането си 
при пертурбация. 125-те концепции съответстват на класически финансови теории: 
тренд на теорията на Дау, моментум на RSI/MACD на Уайлдър, волатилност на 
Болинджър/ATR, обем на OBV на Гранвил, графова структура на МПТ и мрежов 
анализ, модели на техники за свещи, фундаментални на стойностното инвестиране на 
Греъм-Дод и сентимент на поведенческите финанси. 

Категория 
концепция 

Брой ASI Авто-
кор. 

Cohen 
Kappa 

Flip 
Rate 

Времеви характеристики 

Тренд 15 0,804 0,438 0,434 0,198 Динамични промени, улавя 
повратни точки на пазара 

Моментум 15 0,811 0,552 0,575 0,173 Умерена стабилност, проявява 
ефект на устойчивост на 

моментума 
Волатилност 15 0,938 0,346 0,357 0,2 Проявява характеристики на 

рядко активиране „избухване-
тишина“ 

Обем 15 0,915 0,354 0,354 0,093 Относително стабилен, 
анормалният обем е рядко 

събитие 
Графова 

структура 
20 0,944 1 1 0 Изключително стабилна, 

топологичната структура не се 
променя краткосрочно 

Модели 15 0,918 0,488 0,485 0,084 Има определен прозорец на 
устойчивост след 

потвърждаване на модела 
Фундаментални 15 0,85 1 1 0 Статични характеристики, 

актуализирани само през 
сезона на отчетите 
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Сентимент 15 0,742 0,162 0,095 0,29 Високочестотно колебание, 
силна случайност, най-бързо 

обръщане 
Средно 

претеглено 
125 0,865 0,542 0,538 0,13 Като цяло проявява времево 

разпределение от тип 
„динамично-статична 

комбинация“ 

Таблица 3.2 Статистики за устойчивостта на концепциите 

3.6 Обобщение на глава 3 

Тази глава постави теоретичната основа чрез прилагане на теорията за тесния 
информационен канал и CBM към финансовата област [94], предложи пет принципа 
на проектиране (интерпретируемост, изчислимост, релевантност, независимост, 
пълнота) и систематично проектира 125 финансови концепции в 8 категории с 
прецизни дефиниции, активационни функции (хибрид от Sigmoid/Smoothstep) и 
адаптация на времевия прозорец в множество мащаби. Емпиричната валидация на 194 
актива потвърди независимостта на концепциите (близки до нулата междукласови 
корелации), пълнотата (адекватно информационно съдържание по всички категории) 
и устойчивостта (среден ASI = 0,865 при ±20% пертурбация). Тази концептуална 
система предоставя семантичната основа за обяснимата архитектура за търгуване, 
описана в Глава 4. 

4 ХИБРИДНА НЕВРОННО-СИМВОЛНА АРХИТЕКТУРА 
НА ТЪРГОВСКА СИСТЕМА 

4.1 Общ преглед на системната архитектура 

Хибридната невронно-символна търговска система възприема седемслойна 
конвейерна архитектура (Фигура 4.1): L0 (Данни) придобива OHLCV данни чрез 
Yahoo Finance с валидация и почистване; L1 (Характеристики) изчислява 125 
технически индикатора в 11 категории с Numba JIT/GPU ускорение и Z-score 
нормализация; L2 (Темпорален) интегрира Transformer, TCN и TFT енкодери с 
иновативен пазарно-режимно осъзнат MoE механизъм, използващ състояния, открити 
с HMM (бичи пазар, мечи пазар, странично движение, висока волатилност); L3 (Граф) 
конструира секторно-слети графи чрез претеглено сливане на ценова корелация и 
индустриално знание, обучавайки вграждания чрез двуслоен GAT; L4 (Концептуален 
тесен канал) картографира вгражданията към 125 интерпретируеми концепции и 38 
IF-THEN правила за търговия с обяснения; L5 (Риск) осигурява VaR/CVaR, EVT 
опашечен риск, GARCH прогнозиране и 13 стрес теста; L6 (Сливане на решения) 
генерира рисково коригирани позиции чрез формулата на Kelly с ограничения 
(единична акция 20%, обща 95%, сектор 40%); L7 (Бектест) симулира реална търговия 
(приплъзване 0,1%, комисионна 0,03%) с 30+ метрики и SHAP анализ. Архитектурата 
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следва четири принципа за проектиране: модулност, интерпретируемост, устойчивост 
и скалируемост.  

 
Фигура 4.1 Седемслойна архитектура на хибридна невронно-символна търговска система 

4.2 Придобиване на данни и инженерство на характеристики (L0-
L1) 

Слоят за придобиване на данни поддържа множество гранулирности (от 5 минути до 
месечни) с автоматична настройка на параметрите. Суровите данни преминават 
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валидация: проверки за пълнота (OHLCV полета, непрекъснатост на датите), 
проверки за съгласуваност, обработка на липсващи стойности (<5% чрез предно 
запълване/интерполация) и откриване на извънредни стойности (ценови 
скокове >20%). 
Слоят за инженерство на характеристики изчислява 125 технически характеристики в 
11 категории (Таблица 4.1): тренд (15: SMA, EMA, MACD), импулс (15: RSI, ROC, 
MOM), волатилност (12: ATR, ленти на Болинджър), обем (12: OBV, VWAP, MFI), 
ценови модели (10), кръстосвания на подвижни средни стойности (10), 
характеристики на Болинджър (8), експонента на Hurst (5), статистики на доходността 
(15), пазарен режим (8: HMM състояния) и графова структура (15: PageRank, 
централност на собствен вектор). Изчислението използва Numba JIT и GPU ускорение, 
с пълзяща Z-score стандартизация, предотвратяваща изтичане на бъдеща информация. 

Категория характеристики Брой 
характеристики 

Представителни характеристики 

Трендови индикатори 15 SMA, EMA, MACD 

Импулсни индикатори 15 RSI, ROC, MOM 

Индикатори на волатилност 12 ATR, Ленти на Болинджър 

Индикатори на обем 12 OBV, VWAP, MFI 

Ценови модели 10 Подкрепа, Съпротива 

Кръстовища на пълзящи 
средни 

10 Golden_Cross, Dead_Cross 

Характеристики на 
Болинджър 

8 %B, Bandwidth 

Експонента на Hurst 5 Hurst(5,20,60) 

Статистики на доходността 15 Log_Return, Асиметрия, Ексцес 

Пазарен режим 8 HMM_State_Prob, Vol_State 

Характеристики на графова 
структура 

15 PageRank, Eigen_Centrality 

Таблица 4.1 Класификация на 125 технически характеристики 
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4.3 Мултискалово темпорално кодиране (L2) 

 
Фигура 4.2 Сравнение на три архитектури за темпорално кодиране 

Слоят за темпорално кодиране (Фигура 4.2) интегрира три архитектури: Transformer 
(обучаемо позиционно кодиране, многоглаво самовнимание, FFN базирана на GELU), 
TCN (разширени каузални конволюции с рецептивно поле от 63 дни при O(n) 
сложност) и TFT (LSTM + Transformer внимание с мрежи за избор на променливи за 
интерпретируемост на ниво характеристика). Основната иновация е пазарно-
осъзнатият MoE: четири режима (Бичи пазар, Мечи пазар, Странично движение, 
Висока волатилност), детектирани чрез Гаусов HMM, с четирима специализирани 
експерти, динамично комбинирани чрез мек механизъм за маршрутизиране за 
стабилни преходи между състояния. 

4.4 Графова мрежа с внимание за обучение на релации между 
активи (L3) 

Графовият слой конструира обединен граф на сектори, комбиниращ ценова корелация 
с индустриално знание (претеглени 0,7/0,3), с филтриране на ръбовете при праг 0,7. 
Двуслойният GAT използва многоглаво внимание (Слой 1: 4 глави конкатенирани, 
256 измерения; Слой 2: 4 глави осреднени, 128 измерения) с атенюирани остатъчни 
връзки за предотвратяване на прекомерно изглаждане. Многоцелевото обучение 
(Таблица 4.2) съвместно оптимизира четири загуби: реконструкция (цялост на 
топологията), контрастна (темпорална различимост), адаптация на домейн 
(инвариантност спрямо режимите) и предсказване (точност надолу по веригата). 

Термин за 
загуба 

Символ на 
тежест и 

Основна функция Стратегия за 
настройка на 

хиперпараметри 
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стойност по 
подразбиране 

Загуба от 
реконструкция 

λ_rec = 1,0 Поддържа целостта на 
графовата топология и 

характеристиките на възлите 

Фиксирана като 
базова линия, без 

значителни корекции 

Контрастна 
загуба 

λ_con = 0,1 Подобрява различимостта на 
темпоралните представяния 
в латентното пространство 

Мрежово търсене в 
диапазон [0,01, 0,5] 

Загуба от 
адаптация на 

домейн 

λ_da = 
0,01~0,1 

Минимизира разликите в 
разпределението между 

различни пазарни режими 
(MMD) 

Линейна стратегия за 
отгряване с 

прогресивно 
увеличение 

Загуба от 
предсказване 

λ_pred = 1,0 Оптимизира точността на 
долната задача 

(доходност/класификация) 

Тежест на основната 
задача, обикновено 

зададена на 1,0 

Таблица 4.2 Конфигурация на тежестите на многоцелевата функция на загуба 

4.5 Машина за извод на тесен концептуален канал (L4, Основна 
иновация) 

Слоят с концептуален тесен канал трансформира невронни вграждания към 125 
финансови концепции в 8 категории в Таблица 4.3: Тренд (C001–C015), Импулс 
(C016–C030), Волатилност (C031–C045), Обем (C046–C060), Графова структура 
(C061–C080, 20 концепции), Модел (C081–C095), Фундаментален (C096–C110) и 
Сантимент (C111–C125). Стойностите на активиране използват сигмоидни или 
smoothstep функции, напр. C001:  StrongUptrend = 𝜎𝜎(𝟙𝟙[𝑀𝑀𝑀𝑀5  >  𝑀𝑀𝑀𝑀10  ·  1.01] ·
 𝟙𝟙[𝑀𝑀𝑀𝑀10  >  𝑀𝑀𝑀𝑀20  ·  1.01] ·  𝑠𝑠𝑠𝑠𝑠𝑠𝑠𝑠𝑠𝑠𝑠𝑠𝑠𝑠ℎ). 

Машината за извод, основан на правила, имплементира 38 IF-THEN правила (10 за 
покупка, 10 за продажба, 6 за задържане, 12 подобрени с GAT), всяко с AND-
комбинирани условия на концепции, действие и базова достоверност (0,6–0,9). 
Таблица 4.3 показва представителни правила. Генерирането на сигнали използва 
претеглено гласуване: scoreaction = ∑ confidence𝑟𝑟,𝑟𝑟∈triggered final_signal =

argmax scoreaction  с final_confidence =
scorefinal_signal

scorebuy+scorehold+scoresell
. Откриването на 

дрейф на концепциите следи за скокообразен дрейф (>3σ отклонение), трендов дрейф 
и дрейф на волатилността, задействайки актуализации на модела при откриване. 

ID на 
правило 

Име на правило Логическо условие Действие Базова 
достоверност 
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RULE_001 Свръхпродаден 
импулс с обем 

oversold ≥ 0,4 ∧ 
momentum_shift ≥ 0,3 
∧ volume_surge ≥ 0,4 

ПОКУПКА 0,85 

RULE_002 Златна 
кръстоска – 
обръщане на 

тренда 

bullish_crossover ≥ 0,4 
∧ trend_reversal_up ≥ 

0,3 

ПОКУПКА 0,75 

RULE_003 Обемен пробив 
с импулс 

breakout ≥ 0,4 ∧ 
high_momentum ≥ 0,4 

ПОКУПКА 0,8 

RULE_008 Изход при 
свръхкупуване 
и дивергенция 

overbought ≥ 0,4 ∧ 
momentum_divergence ≥ 

0,4 

ПРОДАЖБА 0,8 

RULE_009 Черна 
кръстоска – 
обръщане на 

тренда 

bearish_crossover ≥ 0,4 
∧ trend_reversal_down 

≥ 0,3 

ПРОДАЖБА 0,75 

RULE_015 Избягване на 
риска при 
странично 
движение 

sideways ≥ 0,4 ∧ 
low_volatility ≥ 0,4 

ЗАДЪРЖАНЕ 0,6 

RULE_027 Лидер на фокус 
сектора според 

GAT 

gat_attention ≥ 0,6 
∧ sector_leader ≥ 0,5 ∧ 

high_momentum ≥ 0,4 

ПОКУПКА 0,8 

RULE_031 Фокусирано 
високо 

разпределение 

gat_attention ≥ 0,6 
∧ distribution ≥ 0,5 ∧ 

overbought ≥ 0,4 

ПРОДАЖБА 0,8 

Таблица 4.3 Дефиниция на 38 основни правила за търговия (Обобщение) 

4.6 Модул за управление на риска (L5) 

Слоят за управление на риска се състои от три паралелни модула. VaR модулът 
имплементира Историческа симулация, Параметричен метод (𝑧𝑧𝛼𝛼  =  1.645/2.326 for 
95%/99%) и Монте Карло симулация (10,000 GBM пътя). CVaR измерва средната 
загуба, превишаваща VaR: 𝐶𝐶𝐶𝐶𝐶𝐶𝐶𝐶𝛼𝛼  = –𝐸𝐸[𝑟𝑟 | 𝑟𝑟 ≤ –𝑉𝑉𝑉𝑉𝑉𝑉𝛼𝛼], удовлетворяващ аксиомата 
за субадитивност на кохерентните мерки за риск. EVT модулът използва POT метода 

с Обобщено разпределение на Парето: 𝑃𝑃(𝑌𝑌 >  𝑦𝑦)  =  �1 + 𝜉𝜉𝜉𝜉
𝜎𝜎
�

–1𝜉𝜉  за оценка на 

опашечния риск. GARCH(1,1) прогнозира волатилността: 𝜎𝜎2𝑡𝑡  =  𝜔𝜔 +  𝛼𝛼𝜀𝜀2𝑡𝑡−1  +
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 𝛽𝛽𝜎𝜎2𝑡𝑡−1, с детекция на скокове, задействана когато 𝜎𝜎𝑓𝑓𝑓𝑓𝑓𝑓𝑓𝑓𝑓𝑓𝑓𝑓𝑓𝑓𝑓𝑓
𝜎𝜎𝑐𝑐𝑐𝑐𝑐𝑐𝑐𝑐𝑐𝑐𝑐𝑐𝑐𝑐

 >  1.5. Допълнително, 13 

сценария за стрес тестове симулират екстремни условия. 

4.7 Сливане на решения и изпълнение (L6-L7) 
Слоят за сливане на решения коригира достоверността на L4 сигналите въз основа на 
рисковите състояния на L5 (Таблица 4.4): Нарушение принуждава 
ПОКУПКА→ЗАДЪРЖАНЕ (0,3×), подсилва ПРОДАЖБА (1,2×); Предупреждение 
намалява тежестта на ПОКУПКА (0,7×); Нормално поддържа или подсилва сигналите. 
EVT опашечен риск (достоверност×0,7 ако VaR_99,9 > 8%) и GARCH волатилност 
(позиция×0,5 ако 𝜎𝜎𝑓𝑓𝑓𝑓𝑓𝑓𝑓𝑓𝑓𝑓𝑓𝑓𝑓𝑓𝑓𝑓  >  50%) осигуряват допълнителни корекции. 

L5 рисково 
състояние 

L4 суров 
сигнал 

Крайно действие Множител на  
достоверност 

Нарушение ПОКУПКА ЗАДЪРЖАНЕ 
(принудително 

блокиране) 

0,3 (подтиснат) 

Нарушение ЗАДЪРЖАНЕ ПРОДАЖБА (намаляване 
за безопасност) 

0,5 (позиция 
подтисната) 

Нарушение ПРОДАЖБА ПРОДАЖБА (силна 
ликвидация) 

1,2 (подсилен) 

Предупреждение ПОКУПКА ПОКУПКА (предпазливо 
влизане) 

0,7 (намалена тежест) 

Предупреждение ЗАДЪРЖАНЕ ЗАДЪРЖАНЕ 0,9 
Предупреждение ПРОДАЖБА ПРОДАЖБА 1,1 (леко подсилен) 

Нормално ПОКУПКА ПОКУПКА 1,0 ~ 1,2 (динамично 
подсилване) 

Нормално ЗАДЪРЖАНЕ ЗАДЪРЖАНЕ 1,0 (поддържане) 
Нормално ПРОДАЖБА ПРОДАЖБА 1,0 (поддържане) 

Таблица 4.4 Матрица за корекция на достоверността 

Изчислението на позицията използва Полу-Kelly: 𝑓𝑓ℎ𝑎𝑎𝑎𝑎𝑎𝑎  =  0.5 ·  𝑓𝑓∗,  

където 𝑓𝑓∗  =  𝑝𝑝𝑝𝑝 – 𝑞𝑞
𝑏𝑏

, ограничено от 

𝑝𝑝𝑝𝑝𝑝𝑝𝑝𝑝𝑝𝑝𝑝𝑝𝑝𝑝𝑝𝑝 =  𝑚𝑚𝑚𝑚𝑚𝑚 �𝑓𝑓ℎ𝑎𝑎𝑎𝑎𝑎𝑎  ·  𝑐𝑐𝑐𝑐𝑐𝑐𝑐𝑐𝑐𝑐𝑐𝑐𝑐𝑐𝑐𝑐𝑐𝑐𝑐𝑐, 𝑟𝑟𝑟𝑟𝑟𝑟𝑟𝑟_𝑏𝑏𝑏𝑏𝑏𝑏𝑏𝑏𝑏𝑏𝑏𝑏
𝑉𝑉𝑉𝑉𝑉𝑉95

,𝑚𝑚𝑚𝑚𝑚𝑚_𝑝𝑝𝑝𝑝𝑝𝑝𝑝𝑝𝑝𝑝𝑝𝑝𝑝𝑝𝑝𝑝�.  

Основни ограничения: единична акция 20%, обща 95%, сектор 40%, минимум 2%, 
дневен рисков бюджет 2%. Достоверността се трансформира в степенувани позиции 
(Таблица 4.5): ≥0,80 цели 15–20%, 0,60–0,79 цели 10–15%, 0,40–0,59 цели 5–10%, 
0,20–0,39 цели 2–5%, <0,20 цели 0–2%. 

Достоверност 
на модела 

Ниво на 
сигнал 

Целева 
позиция 

Стратегия за разпределение 
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p ≥ 0,80 Високо 15% – 
20% 

Офанзивна позиция с голям обем: 
Изключително висока достоверност, 

почти сигурна възможност, максимално 
използване на капитала 

0,60 ≤ p < 0,79 Средно високо 10% – 
15% 

Активно разпределение: Ясен сигнал с 
лек шум, поддържане на стандартна 

тежка позиция 

0,40 ≤ p < 0,59 Средно 5% – 10% Стандартно наблюдение: Интензивна 
борба бик-мечка, поддържане само на 

базова позиция 

0,20 ≤ p < 0,39 Ниско 2% – 5% Проучвателна позиция: Слаба или 
неясна посока на сигнала, само пробна 

от лявата страна 

p < 0,20 Много 
ниско/Филтър 

0% – 2% Готовност за рисков контрол: 
Доминиран от шум, по същество празна 
или минимална наблюдателна позиция 

Таблица 4.5 Степенувано картографиране от достоверност към позиция 

Двигателят за обратно тестване архитектура, базирана на събития (събитийно-
управлявана архитектура) с приплъзване 0,1%, комисионна 0,03%, начален капитал 
$1M и дневно T+1 ребалансиране. Оценката на представянето обхваща 30+ метрики, 
включително коефициентите на Sharpe, Sortino, Calmar и максимално усвояване, с 
интегриран SHAP анализ за атрибуция на характеристиките от край до край. 

4.8 Обобщение на глава 4 
Тази глава подробно описа седемслойната архитектура с четири основни иновации: 
(1) пазарно-режимно осъзнат MoE с HMM-базирано маршрутизиране към 
специализирани експерти; (2) секторно-слет граф, комбиниращ ценови корелации с 
индустриално знание; (3) двигател на концептуалното стеснение със 125 концепции и 
38 правила за прозрачни решения; (4) многометодна рискова оценка (VaR/CVaR, EVT, 
GARCH, стрес тестване). Архитектурата постига пълна обяснимост при запазване на 
предсказуемата способност. 

5 ЕКСПЕРИМЕНТИ И АНАЛИЗ НА РЕЗУЛТАТИТЕ 

5.1 Експериментална настройка 

Таблица 5.1 показва набор от данни от 52 актива в 6 категории, конструиран за 
периода януари 2024 – януари 2026 (731 търговски дни (целенасочено подмножество 
от набора от 194 актива за валидиране на концепции, избрано за достатъчна търговска 
ликвидност)) от Yahoo Finance API: Криптовалути (8: BTC-USD, ETH-USD, SOL-USD, 
BNB-USD, XRP-USD, ADA-USD, DOGE-USD, DOT-USD), Технологични акции (7: 
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AAPL, MSFT, GOOGL, AMZN, META, NVDA, TSLA), Индексни ETF (5: SPY, QQQ, 
IWM, DIA, VTI), Финансови акции (10: JPM, BAC, WFC, C, GS, MS, USB, PNC, SCHW, 
BLK), Здравеопазване (12: JNJ, UNH, PFE, ABBV, MRK, LLY, TMO, ABT, DHR, BMY, 
AMGN, GILD) и Потребителски стоки (10: PG, KO, PEP, COST, WMT, MCD, NKE, 
SBUX, TGT, CL). Данните са разделени 70%/15%/15% чрез разделяне на времеви 
редове (обучение ян. 2024–мар. 2025, валидиране апр.–юли 2025, тест авг. 2025–ян. 
2026). Докладвани са тук три основни базови линии (пълната дисертация оценява 
осем стратегии, включително Risk-Parity, MA-Crossover, Random и Mean-Reversion): 
Buy-and-Hold (равнопретеглен), Momentum 12-1 (горни/долни 20%) и LSTM (2-слоен, 
скрит 128, 60-дневни характеристики). Оценката обхваща доходност, риск, рисково 
коригирани метрики (Sharpe >1,0, Sortino >1,2, Calmar >1,0), анализ на алфа и 
търговски статистики. 

Клас актив Брой Представителни 
тикери 

Ключови статистически 
характеристики 

Криптовалута 8 BTC-USD, ETH-USD, 
SOL-USD, BNB-USD, 

XRP-USD... 

Изключително висока волатилност 
(Vol > 80%), 24/7 търговия, липсват 
традиционни фундаментални котви 

Технологични 
акции 

7 AAPL, MSFT, GOOGL, 
AMZN, META, NVDA, 

TSLA 

Висока бета, висок растеж, 
значителен импулсен ефект 

Индексни ETF 5 SPY (S&P500), QQQ 
(Nasdaq), IWM (Russell), 

VTI 

Пазарни бенчмаркове, нисък 
несистемен риск, висока ликвидност 

Финансови 
акции 

10 JPM, BAC, WFC, C, GS, 
MS, USB, PNC, SCHW, 

BLK 

Чувствителни към лихвените 
проценти, силно циклични, високи 

дивидентни характеристики 

Здравеопазване 12 JNJ, UNH, PFE, ABBV, 
MRK, LLY, TMO... 

Защитни активи, стабилен паричен 
поток, силна контрациклична 

способност 

Потребителски 
стоки 

10 PG, KO, PEP, COST, 
WMT, MCD, NKE, 

SBUX, TGT, CL 

Ниска волатилност, марков ров, по-
малко засегнати от 

макроикономически условия 

Общо 52 Хетерогенен пул от 
активи в 6 основни 

категории 

Покрива множество стилове 
(растеж/стойност), множество цикли 

и множество пазарни структури 

Таблица 5.1 Статистика на набора от данни от 52 актива 

5.2 Основни експериментални резултати 
Системата постигна 50,67% обща доходност (нетна стойност 1,507 спрямо 1,47 на 
SPY) за 731 търговски дни и 52 актива (Таблица 5.2). Годишната доходност от 22,78% 



 

24 

 

значително надвишава целта от 15%. Максималното усвояване от 16,42% леко 
надхвърли целта от 15%, но остава добре контролирано, като системата се възстанови 
само за 34 дни — най-бързо сред всички тествани стратегии. Максималното усвояване 
на SPY за същия период беше 18,76%, което означава, че системата постигна по-ниско 
усвояване от бенчмарка при генериране на по-висока доходност. Всички рисково 
коригирани метрики надвишиха целите: Sharpe 1,248, Sortino 1,721, Calmar 1,388. 
Комбинацията „балансиран процент на печалба (49,65%) + висок коефициент 
печалба/загуба (2,371)“ показва добре калибрирана стратегия: очаквана доходност = 
0,4965 × 2,371 × X – 0,5035 × X = 0,674X > 0, потвърждаваща положително очакване. 
Средният период на задържане от 26,3 дни представлява средносрочен суинг стил на 
търговия. 

Категория Метрика Резултат Цел Статус 

Доходност Обща доходност 50,67% – – 

Доходност Годишна доходност 22,78% > 15% Отлично 

Доходност Дневна средна 0,086% – – 

Рисков контрол Макс. усвояване 16,42% < 15% Близо до целта 

Рисков контрол Макс. 
продължителност на 

МУ 

34 дни – – 

Рисков контрол Годишна волатилност 14,05% – – 

Рисков контрол Низходяща 
волатилност 

10,20% – – 

Рисков контрол 95% VaR 1,31% – – 

Рисков контрол 95% CVaR 1,99% – – 

Рисково коригирана Коефициент на 
Sharpe 

1,248 > 1,0 Преминава 

Рисково коригирана Коефициент на 
Sortino 

1,721 > 1,2 Преминава 

Рисково коригирана Коефициент на 
Calmar 

1,388 > 1,0 Преминава 

Рисково коригирана Коефициент на 
Treynor 

0,258 – – 

Рисково коригирана Коефициент Omega 1,314 – – 

Търговия Общо сделки 987 – Достатъчна 
извадка 

Търговски 
статистики 

Процент на печалба 49,65% > 50% Близо до целта 
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Търговски 
статистики 

Коефициент 
печалба/загуба 

2,371 > 1,5 Отлично 

Търговски 
статистики 

Очаквана доходност 
на сделка 

3,55% – – 

Търговски 
статистики 

Среден период на 
задържане 

26,3 дни – Средносрочен 
суинг 

Стабилност Дял на печеливши 
месеци 

75,00% > 60% Преминава 

Стабилност Дял на положителни 
дни 

57,29% – – 

Стабилност Фактор на 
възстановяване 

3,087 – Изключително 
силно 

възстановяване 

Стабилност Коефициент на 
опашка 

1,004 – Разпределение 
на 

възвращаемостта 
с дясно 

отклонение 

Таблица 5.2 Основни метрики за представяне 

Таблица 5.3 сравнява CBM-подсилената стратегия с три базови линии. 

Стратег
ия 

Тип Обща 
доходн

ост 

Shar
pe 

МУ Проц
ент 

печа
лба 

Сдел
ки 

Излишн
а дох. 

спрямо 
нашата 

Интерпретиру
емост 

Нашата CBM-
подси
лена 

50,67% 1,248 16,42
% 

49,65
% 

987 – Висока 
(вътрешно 

интерпретируе
ма) 

LSTM Дълбо
ко 

обуче
ние 

38,30% 0,944 9,96
% 

46,79
% 

109 -12,37% Ниска (черна 
кутия) 

Buy-and-
Hold 

Бенчм
арк 

43,78% 0,986 19,49
% 

– 0 -6,89% Неприложима 

Momentu
m 

Тради
ционн

а 

18,23% 0,309 22,30
% 

47,71
% 

109 -32,44% Средна 
(управлявана 
от правила) 

Таблица 5.3 Сравнение на стратегия с бенчмаркове 
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Спрямо Buy-and-Hold: общата доходност надвишава с 6,89 пункта (50,67% спрямо 
43,78%), Sharpe подобрен с 27% (от 0,986 до 1,248), а максималното усвояване е 
подобрено с 3,07 пункта. Спрямо Momentum: общата доходност надвишава с 32,44 
пункта (50,67% спрямо 18,23%), Sharpe подобрен с 304% (от 0,309 до 1,248). Спрямо 
LSTM: общата доходност води с 12,37 пункта (50,67% спрямо 38,30%), Sharpe 
подобрен с 32% (0,944→1,248) — демонстрирайки, че CBM надминава моделите 
„черна кутия" както в интерпретируемост, така и в ефективност. 
Интерпретируемостта осигурява незаменима стойност в регулаторното съответствие 
(проследими решения), управлението на риска (бързо идентифициране на грешки), 
итеративната оптимизация (целенасочени корекции) и човешко-машинното 
сътрудничество. 

Анализът на активиране на концепциите (Таблица 5.4) разкрива интерпретируеми 
разлики между класовете активи: криптовалутите показват най-високо активиране на 
графова структура (0,343), отразявайки характеристиките на съвместно движение; 
Индексните ETF показват най-висок тренд (0,255) и импулс (0,353), но най-ниска 
графова структура (0,136), съответстваща на тяхната бенчмарк природа; 
технологичните акции показват балансирани активации с трендоследващ стил. 

Клас актив Проб
и 

Трен
д 

Импул
с 

Волатилнос
т 

Обе
м 

Графова 
структур

а 

Клас актив 

Криптовалут
а 

8 0,177 0,3 0,31 0,08
5 

0,343 
(Макс) 

Криптовалут
а 

Техн. акции 7 0,209 0,322 0,32 0,06
7 

0,248 Техн. акции 

Индексни 
ETF 

5 0,255 
(Макс

) 

0,353 
(Макс) 

0,319 0,06
1 

0,136 Индексни 
ETF 

Средна на 
пълна 

извадка 

– 0,214 0,325 0,316 0,07
1 

0,242 Средна на 
пълна 

извадка 

Таблица 5.4 Статистика за активиране на концепциите по клас актив 

5.3 Анализ на интерпретируемостта 

Високочестотно активирани концепции включват volatility_breakout (62,3%), 
trend_acceleration (58,7%), momentum_shift (54,2%), докато концепциите за модели 
(head_shoulders 3,2%, cup_handle 4,1%) и фундаменталните (<5%) се активират рядко. 
Анализът на задействане на правилата (Таблица 5.5) показва, че топ 5 правила 
допринесоха 83% от доходностите, а топ 7 допринесоха 91,3% (изчислено като брой 
× средна_доходност / обща_доходност_портфейл) (принцип на Парето). Само 
RULE_021 (Дълбоко свръхпродаден) допринесе 25,3% с 396 задействания. Правилата 
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с ниска честота дават по-висока доходност на сделка: RULE_017 средно +4,15%, 
RULE_019 (Графов структурен лидер) средно +3,51%. От 1 368 задействания, 
сигналите за покупка доминират (98,1%) със само 26 сигнала за задържане (1,9%), 
отразявайки „влизане, управлявано от правила; излизане, управлявано от рисков 
контрол“. 

Ранг ID на 
прави

ло 

Име на 
правило 

Категория Бро
й 

Про
цент 
печа
лба 

Средна 
доходнос

т 

Статус 

1 RULE
_021 

Дълбоко 
обръщане при 

свръхпродажба 

Средно 
връщане 

396 43,9
0% 

0,014 Основна 
стратегия 

2 RULE
_002 

Златен кръст - 
обръщане на 

тренда 

Тренд 
обръщане 

206 43,7
0% 

0,0135 Основна 
стратегия 

3 RULE
_006 

Пробив при 
свиване на 
Болинджър 

лентите 

Пробив на 
волатилно

ст 

146 43,2
0% 

0,0033 Спомагателна 
стратегия 

4 RULE
_023 

Общ сигнал за 
пробив 

Тренд 
пробив 

129 44,2
0% 

0,0079 Устойчива 

5 RULE
_007 

Потвърждение 
на възходящ 

тренд 

Трендосле
дване 

115 48,7
0% 

0,0221 Висок коеф. 
П/З 

6 RULE
_019 

Графов 
структурен 

лидер 

Графова 
мрежа/кор

елация 

114 47,4
0% 

0,0351 Основна 
иновация 

(висока алфа) 

7 RULE
_017 

Слаб възходящ 
тренд 

Трендосле
дване 

81 48,1
0% 

0,0415 Шампион по 
доходност 

8 RULE
_005 

Импулс при 
златен кръст 

Импулсен 
фактор 

39 43,6
0% 

0,0204 Опортюнисти
чна 

9 RULE
_003 

Импулс при 
пробив на 

обема 

Връзка 
цена-обем 

38 42,1
0% 

-0,09% Фалшив 
пробив 

(неефективно
) 

10 RULE
_016 

Тренд на 
свръхкупуване 

Средно 
връщане 

33 45,5
0% 

0,0193 Опортюнисти
чна 

11 RULE
_015 

Странично 
движение с 

Разпознава
не на 

състояние 

26 42,3
0% 

0,0168 – 
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ниска 
волатилност 

12 RULE
_020 

Тренд на 
волатилност 

Волатилно
ст 

26 42,3
0% 

0,0168 – 

13 RULE
_022 

Силен златен 
кръст 

Импулсен 
фактор 

19 47,4
0% 

-0,29% Изоставащ 
сигнал 

(неефективно
) 

Таблица 5.5 Статистика на честотата на задействане на правилата 

Случай 1 (Успех): SOL-USD покупка (T0020) — пет концепции, активирани на 1,0 
(oversold, trend_acceleration, volatility_contraction, bollinger_squeeze, 
price_volume_confirm), задействащи RULE_021 + RULE_007. Резултат: +19,12% за 3 
дни. Веригата „дълбоко свръхпродаден + свиване на волатилност + потвърждение на 
тренд“ демонстрира как CBM експлицира обученото от невронната мрежа в 
интерпретируеми концепции. 

Случай 2 (Неуспех): XRP-USD покупка (T0028) — противоречиви активации 
(weak_uptrend=0,5 и strong_downtrend=0,5 едновременно), bollinger_expansion=0,6158 
(разширяваща се, не свиваща се). Задействани RULE_019 + RULE_017. Резултат: 
стоп-загуба при –2,59%. Диагноза: неоткрити противоречиви сигнали, разширяваща 
се волатилност, слаби комбинации от правила. Посоки за подобрение: откриване на 
противоречия, филтриране на волатилност, оптимизация на тежестите на правилата 
— илюстрирайки цикъла диагноза-подобрение, уникален за интерпретируемите 
системи. 

CBM е сравнен с SHAP по шест измерения (Таблица 5.6): вътрешен ante-hoc 
механизъм спрямо post-hoc апроксимация, генериране в реално време спрямо офлайн 
изчисление, 125 семантични концепции спрямо 37 сурови характеристики, O(1) 
спрямо O(M×N) сложност, 100% достоверност спрямо нестабилност на семплирането 
и висока приложимост (интервенция в концепции) спрямо ниска. CBM изчерпателно 
надминава post-hoc методите в области, изискващи прозрачност на решенията. 

Измерение CBM 
(Предложен 

метод) 

SHAP (Основна 
базова линия) 

Анализ на предимствата 

Механизъм Вътрешен / Ante-
hoc 

Post-hoc Обясненията на CBM са 
самите решения, без 

грешка от апроксимация 

Времеви 
момент 

Генериране в 
реално време 

Офлайн изчисление CBM не изисква 
допълнително време за 

извод, подходящ за 
високочестотна търговия 
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Гранулираност 125 финансови 
семантични 
концепции 

37 сурови 
статистически 

характеристики 

CBM директно съответства 
на търговската логика, 
SHAP съответства на 

математически 
променливи 

Сложност O(1) (нулев 
допълнителен 

разход) 

O(M × N) (изисква 
обширна семплираща 

пертурбация) 

Изчислителната тежест на 
SHAP расте 

експоненциално с броя 
характеристики, 

невъзможно за онлайн 
внедряване 

Достоверност 100% напълно 
достоверен 

Апроксимация Стойностите на SHAP 
показват нестабилност и 

отклонение поради 
семплиране 

Приложимост Висока (може 
директно да 

интервенира в 
концепции) 

Ниска (трудно се 
обратно инженерират 

корекции на 
характеристики) 

CBM поддържа 
коригиране на моделните 

решения чрез 
„интервенция в 

концепции“ 

Таблица 5.6 Методологични разлики 

5.4 Компонентно аблационно изследване 

Двустепенно аблационно изследване валидира необходимостта от отделните 
архитектурни компоненти. Сред осем тествани стратегии (включително Risk-Parity, 
MA-Crossover, Random и Mean-Reversion), системата постига най-висока обща 
доходност (50,67%) и риск-коригирана доходност (Sharpe 1,248, Sortino 1,721). 
Анализът на приноса на компонентите разкрива, че акцентът върху обема е най-
въздействащият компонент (70,8% деградация на Sharpe при премахване, от 1,248 до 
0,364), следван от оптимизацията на теглата на концепциите (53,5% деградация при 
равни тегла). Режимно-адаптивната DL модулация допринася +0,477 към 
коефициента на Sharpe (61,9% подобрение). Факториален дизайн 2×2 разкрива 
синергия DL × GAT: концепциите за графова структура допринасят +0,140 към Sharpe 
при активна DL модулация, но −0,038 без нея (ефект на взаимодействие +0,178). 
Проверка на устойчивостта при 161 параметрични конфигурации потвърждава, че DL 
модулацията подобрява представянето в 83,9% от случаите. Всички аблационни 
конфигурации показват периоди на възстановяване от 50–87 дни спрямо 34 дни за 
пълния модел. 
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5.5 Анализ на представянето на системата 

Слой Модул Време 
(с) 

Дял Изчислителни задачи 

L1 Инженерство на 
характеристики 

185,6 31,29% Пълно изчисление на 125 технически 
характеристики (извлечени от 37 базови 
индикатора), стандартизация с пълзящ 

прозорец (Z-Score) 

L2 Темпорално 
кодиране 

57 9,61% Изчисление на многоглаво внимание на 
Transformer, конволюционни операции 

на TCN 

L3 Графово внимание 1,6 0,27% Механизъм за предаване на съобщения 
на GAT, динамична конструкция на 

графова топология 

L4 Концептуално 
разсъждение 

234 39,45% Трансформиране на активационни 
функции за 125 концепции, размита 

логическа оценка на 38 правила 

L5 Рискова оценка 19,2 3,24% Историческа симулация за изчисление 
на VaR/CVaR, трансформиране на 

сценарии за стрес тестове 

L6 Ограничено 
решение 

20,3 3,42% Разпределение на позиции, базирано на 
изпъкнала оптимизация; проверка на 

капиталови ограничения 

L7 Бектестваща 
валидация 

75,4 12,71% Ежедневно маркиране по пазар, 
изчисление на метрики за представяне 

Общо Пълен конвейер 593,1 100,00% Пълен процес на обратно тестване (от 
предварителна обработка на данни до 

генериране на отчет) 

Таблица 5.7 Време за обработка на системата по слоеве 

L4 Концептуалното разсъждение доминира времето за обработка (39,4%, Таблица 5.7), 
изчислявайки 125 активации на концепции и оценявайки 38 правила — необходимата 
цена на интерпретируемостта. L1 Инженерство на характеристики (31,3%) обхожда 
множество времеви прозорци с Numba JIT оптимизация. L7 Обратно тестване (12,7%) 
изпълнява серийна събитийно-управлявана симулация. L3 Графово внимание (0,3%) 
се възползва от GPU паралелизма на PyTorch Geometric. Скалируемост: линейна до 
~100 актива; отвъд това O(N²) на L3 изисква разреждане на графа, а O(T²) на L2 
препоръчва линейно внимание за прозорци >500. Общото време от ~10 минути е 
подходящо за дневни решения; търговията на ниво минута изисква инкрементално 
изчисление. 
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5.6 Обобщение на глава 5 

Ключови констатации: (1) 50,67% обща доходност и Sharpe 1,248, надминаващи Buy-
and-Hold с 6,89 пункта и LSTM с 12,37 пункта; (2) интерпретируемостта на CBM е 
ефективна — 125 концепции и 38 правила надминават SHAP по четимост, 
достоверност и ефективност; (3) моделите на активиране на концепциите са 
съгласувани с финансовата интуиция; (4) ограниченията включват максимално 
усвояване 16,42% (леко над целта от 15%), с най-бързо възстановяване от 34 дни сред 
всички стратегии, сочещи към бъдещи направления в макроикономически концепции 
и оптимизация на риска. 

6 ДИСКУСИЯ 

6.1 Практическа стойност на интерпретируемостта 

Основните регулаторни рамки налагат ясни изисквания за прозрачност на ИИ 
(Таблица 6.1): EU MiFID II (Член 17) [95] изисква обяснение на алгоритъма и одитни 
пътеки; SEC инициира правоприлагане срещу „AI Washing“ с глоби от $400K [97], 
макар правилото за Прогнозна анализа на данни [96] да беше оттеглено през юни 2025; 
GDPR (Член 22) [98] предоставя „право на обяснение“, потвърдено от дело на СЕС C-
203/22 [99]; Законът за ИИ на ЕС [100] класифицира финансовия ИИ като 
високорисков; Китайските правила за алгоритмични препоръки (Членове 24–26) [101] 
изискват алгоритмична прозрачност. CBM адресира тези изисквания чрез 125 
концепции и 38 правила, осигуряващи пълни вериги от разсъждения, L0–L7 одитни 
пътеки и дизайн с човешко участие. 

Рамка Ключова 
разпоредб

а 

Изисквания Имплементация за 
съответствие 

MiFID II (ЕС) Член 17: 
Алгоритми

чна 
търговия 

1. Обяснение на 
природата, параметрите и 
лимитите на алгоритъма; 
2. Поддържане на пълни 

одитни пътеки; 3. 
Имплементиране на 
процедури за рисков 

контрол 

Архитектура от тип „бяла 
кутия“: 125 явни концепции + 

38 логически правила. 
Поддръжка на одит: Пълно 

логване на пътеките за 
решения L0-L7. Рисково 
блокиране: L5 слоят има 

независим модул за рисков 
контрол. 

SEC (САЩ) Предложе
ние за 

правило за 
Прогнозна 
анализа на 

данни 

1. Оценка на конфликти 
на интереси; 2. 
Разкриване на 

използването на ИИ пред 
клиентите; 3. 

Преглед на правила: 
Поддържа ръчен преглед и 
модификация на правила 

(HITL). Автоматично 
отчитане: Автоматично 

генерира отчети за разкриване 
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Осигуряване на точност и 
безпристрастност 

на естествен език за клиенти. 
Корекция на отклонения: 

Може да премахне 
специфични чувствителни 

концепции за елиминиране на 
отклонение. 

GDPR (ЕС) Член 22: 
Автоматиз

ирано 
вземане на 
решения 

1. Предоставяне на 
„значима информация" за 
логиката; 2. Гарантиране 
на правото на обяснение 

и възражение на 
субектите на данни 

Атрибуция на концепции: 
Предоставя интуитивни 
обяснения, базирани на 

„принос на концепциите“. 
Интерактивно обяснение: 
Потребителите могат да 
отправят запитване за 

логическия път зад всяко 
решение. 

Закон за ИИ 
на ЕС 

Приложен
ие III: 

Високорис
ков ИИ 

1. Изключително високи 
стандарти за прозрачност; 

2. Проследимост на 
пълния жизнен цикъл; 3. 

Човешки надзор 

Пълноверижна проследимост: 
Пълна прозрачност от сурови 

данни до крайна поръчка. 
Човешко участие: Поддържа 
интервенция на търговец в 

състоянията на концептуалния 
слой с право на окончателно 

вето. 

Китайски 
правила за 

алгоритмични 
препоръки 

[101] 

Членове 
24-26: 

Подаване 
на 

алгоритъм 

1. Прозрачност на 
алгоритмичния 
механизъм; 2. 

Гарантиране на правото 
на информация и избор на 

потребителите 

Прозрачност на механизма: 
Модел без черна кутия с ясна 
логика, лесен за подаване в 

администрацията за 
киберпространство. 

Многоезична поддръжка: 
Архитектурата естествено 
поддържа генериране на 
материали за подаване за 

съответствие. 

Таблица 6.1 Сравнение на финансовите регулаторни изисквания за прозрачност на ИИ 

За рисковия контрол, CBM смекчава моделния риск на множество нива: диагностика 
на входно ниво чрез валидирани концепции от техническия анализ, прозрачност на 
ниво разсъждение чрез явни IF-THEN правила и локализация на грешки на изходно 
ниво чрез подробни одитни пътеки, с човешка интервенция на нива концепция, 
правило, риск и изпълнение. За изграждане на доверие, CBM преодолява 
„отклонението от алгоритъм“ чрез прозрачни обяснения, използващи стандартна 
финансова терминология, като доверието се развива чрез последователност, 
предвидимост, отговорност и непрекъснато обучение от обратна връзка на 
инвеститорите. 
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6.2 Компромис между интерпретируемост и ефективност 

Теоретичните основи на концептуалния тесен канал водят началото си от принципа 
за информационния тесен канал: LIB  =  I(T; X) –  β ⋅ I(T; Y) . 125-те концепции 
компресират невронните вграждания в 125-мерен вектор за активиране, 
предизвиквайки загуба на информация чрез три механизма: пропуски в концепциите 
(непрекъснатите пазарни състояния не могат да бъдат напълно покрити от 125 
дискретни концепции), комбинаторни ограничения (38 правила покриват малка част 
от 2^125 възможни модела) и загуба на темпорална динамика (статичните моментни 
снимки могат да компресират информация за скорост/ускорение). Хипотезира се 
Паретова граница между интерпретируемост и ефективност, а настоящата система 
възприема стратегия с приоритет на интерпретируемостта. 

Емпирично, системата постигна конкурентна ефективност с пълна 
интерпретируемост: Sharpe 1,248, Alpha 5,21%, обща доходност 50,67%. В сравнение 
с LSTM модела „черна кутия“ (Sharpe 0,944), пълната седемслойна система с CBM 
постига по-висока ефективност (Sharpe 1,248) при поддържане на пълна 
интерпретируемост, демонстрирайки, че ограниченията за интерпретируемост не 
трябва да жертват ефективността, когато се комбинират с режимно-адаптивна 
модулация. Приемливостта на този компромис зависи от контекста: регулирани 
сценарии (съответствието е задължително), управление на активи за състоятелни 
клиенти (обясненията влияят на задържането на клиенти), собствена търговия 
(черната кутия може да е предимство, CBM служи като обясним бенчмарк) и рисково 
ограничени сценарии (прозрачните рискови механизми са предпочитани). 

6.3 Анализ на ограниченията 

Зависимост от данните. Системата зависи от висококачествени исторически данни; 
отклонението от оцеляване и отклонението от поглед напред са трудни за 
елиминиране. Финансовите пазари проявяват дрейф на концепциите — системата, 
обучена при специфични условия (постпандемично, висока инфлация, повишения на 
лихвите), може да демонстрира по-слабо представяне при фундаментално различни 
среди. Модулът за детекция на дрифт идентифицира промени, но не може 
автоматично да се адаптира, изисквайки ръчна рекалибрация. Обратното тестване с 
52 актива за 2 години обхваща само американски пазари с несигурна генерализация 
извън извадката. 

Субективност. 125-те концепции, базирани на класически технически анализ и 
експертно знание, носят присъща субективност — различни експерти могат да 
приоритизират различни измерения (фундаментално, поведенческо, 
макроикономическо). Праговете за активиране отразяват емпирична преценка, а не 
статистическо извеждане. 38-те правила акцентират върху следенето на 
тренда/импулса с ограничено връщане към средната стойност, арбитраж или 
събитийно-управлявани стратегии. Забележителни пропуски в концепциите включват 



 

34 

 

високочестотна микроструктура, заразяване между активи, макроикономически 
състояния, алтернативни данни и институционални потоци. 

Изчислителна сложност. Времето за обработка от ~600 секунди е подходящо за 
дневни стратегии, но е несъвместимо с високочестотна търговия. 

Ограничения на обобщаемостта. Валидирането е предимно на американски пазари; 
кроспазарното приложение е изправено пред предизвикателства: развиващите се 
пазари (по-висока волатилност, ценови лимити), европейските пазари (различни 
часове за търговия, сетълмент) и азиатските пазари (доминирани от дребни 
инвеститори, чувствителни към политика) — всички изискват рекалибрация на 
концепциите. Бъдещото валидиране трябва да се насочи към A-акции (CSI 300), Euro 
Stoxx 50 и трансферно обучение на концепции. 

6.4 Влияние върху развитието на финансов ИИ 

Архитектурата CBM естествено служи като инструмент за регулаторните технологии 
(RegTech), като 125-те концепции функционират като „междинен език за 
съответствие“, свързващ невронните изчисления с разбираема от регулаторите 
терминология. Системата позволява автоматизирано отчитане за съответствие — за 
MiFID II, автоматично генериране на описания на алгоритми, случаи за решения, 
анализи на аномалии и записи за рисков контрол. Регулаторното приемане нараства: 
EBA акцентира интерпретируемостта на МО, HKMA очаква обясним ИИ/МО, а 
принципите FEAT на MAS изискват прозрачност. 

Системата позиционира ИИ като подпомагащ, а не заместващ човешките решения, 
адресирайки атрибуцията на отговорност, изискванията за ценностна преценка и 
нуждите от обработка на изключения. 125-те концепции създават „общ език“ за 
богато човешко-машинно взаимодействие: експертите разбират разсъжденията чрез 
активации на концепции, поставят под въпрос преценките, инжектират знание чрез 
корекция на прагове/правила и съвместно претеглят концепциите. Множеството 
точки за интервенция гарантират, че хората запазват крайния авторитет за вземане на 
решения, съгласувано с принципите на „Отговорен ИИ“. 

6.5 Обобщение на глава 6 

Тази глава обсъди тройната практическа стойност на интерпретируемостта 
(регулаторно съответствие, рисков контрол, изграждане на доверие), присъщия 
компромис интерпретируемост-ефективност, обоснован от IB теорията (конкурентен 
Sharpe 1,248 и Alpha 5,21% при пълната система, постигаща по-висок Sharpe (1,248) 
от LSTM (0,944)) и ограниченията (зависимост от данни, субективност на 
концепциите, изчислителни ограничения, валидиране, центрирано върху САЩ). За 
бъдещото развитие, обяснимият ИИ предлага възможности за RegTech, човешко-
машинното сътрудничество представлява най-добрата практика и стандартизацията 
на интерпретируемостта е неизбежна тенденция. 
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7 ЗАКЛЮЧЕНИЕ И БЪДЕЩА РАБОТА 

7.1 Теоретични и методологични приноси на дисертационния труд 

Теоретични приноси: 
• Демонстрирано е, че принципът за Информационния тесен канал осигурява 

строга основа за проектиране на финансови концепции, като 125-
концептуалното пространство балансира предсказване и интерпретируемост. 

• Разработена е пет-принципна методология (Интерпретируемост, Изчислимост, 
Релевантност, Независимост, Пълнота) за специфични за областта системи от 
CBM концепции. 

• Предложина е рамка за оценка на интерпретируемостта на три нива 
(концепция, правило, внимание) с количествени метрики. 

Методологични приноси: 
• Хибридна невронно-символна архитектура, комбинираща дълбоко обучение 

(Transformer, TCN, GAT) със символно разсъждение (IF-THEN правила) чрез 
слой с концептуален тесен канал. 

• Пазарно-ориентиран MoE енкодер, базиран на HMM, отделящ 
идентификацията на режими от избора на експертни мрежи за адаптивно 
времево кодиране. 

• Двигател за концептуално-управлявано разсъждение с правила, осигуряващ 
пълна проследимост на решенията чрез активиране на концепции и гласуване, 
базирано на правила. 

7.2 Практически приноси на дисертационната работа 

• Пълна седемслойна обяснима търговска система, имплементираща работен 
процес от край до край — от придобиване на данни до обратно тестване. 

• 125 повторно използваеми, формално дефинирани финансови концепции, 
служещи като основа за бъдещи изследвания по интерпретируем финансов ИИ. 

• Код с отворен достъп с документирани набори от данни и конфигурации, 
поддържащи възпроизводимост и модулно разширение. 

7.3 Перспективи за бъдещо развитие 

Краткосрочно: валидиране на китайския A-акционерен пазар (T+1, ±10% ценови 
лимити, доминиран от дребни инвеститори); добавяне на бенчмаркове (GRU, 
XGBoost, LightGBM, дървета за решения); провеждане на аблационни експерименти 
(премахване на концептуалния тесен канал, MoE, GAT, вариране на броя концепции 
от 50/75/125, опростяване на правилата до ядрени 20, анализ на кръстосан пазарен 
режим). 
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Средносрочно: интегриране на сентимент от новини в реално време чрез NLP/LLM 
за обогатяване на концепциите отвъд данни за цена/обем; добавяне на Бейсова оценка 
на неопределеността (MC Dropout) за доверителни интервали на активирането на 
концепции; разработване на интерфейс за търговия в реално време с оптимизация на 
латентността. 

Дългосрочно: принос към стандартите за интерпретируемост на финансовия ИИ, 
съгласувани с NIST AI RMF 2.0 и Закона за ИИ на ЕС; комбиниране на обучение с 
подсилване с CBM (напр. FinRL) за оптимизация на политиката с интерпретируемост; 
разработване на човешко-машинни системи за съвместно инвестиране, където ИИ 
предоставя анализ, базиран на концепции, а хората допринасят с преценка и надзор. 

7.4 Декларация за оригиналност 

Декларирам, че всички резултати в дисертацията ми на тема „Анализ на финансови 
времеви редове, базиран на дълбоко машинно самообучение“, представена за 
придобиване на образователната и научна степен „Доктор“ в професионално 
направление 4.6 „Информатика и компютърни науки“, докторска програма 
„Информационни системи“в Софийския университет „Св. Климент Охридски“, са 
оригинални и получени самостоятелно под ръководството на проф. д-р Мария 
Нишева-Павлова.  

Декларирам, че резултатите, които са получени, описани и/или публикувани от други 
учени, са надлежно и подробно цитирани в библиографията. 

Декларирам, че настоящата дисертация не е представяна в друго висше училище или 
институт за придобиване на научна степен. 
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