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ОБЩА ХАРАКТЕРИСТИКА НА ДИСЕРТАЦИОННИЯ ТРУДОБЩА ХАРАКТЕРИСТИКА НА ДИСЕРТАЦИОННИЯ ТРУДОБЩА ХАРАКТЕРИСТИКА НА ДИСЕРТАЦИОННИЯ ТРУД

Актуалност на темата

Изучаването на разклоняващите се процеси датира от 19 век. Съвременната

теория на разклоняващите се процеси започва от 1947 год. с публикуването

на статията на Колмогоров и Дмитриев "Ветвящиеся случайные процессы".

Harris описва едно от първите приложения на многотиповите разклоняващи се

процеси, което е в генетиката. Днес класическите многотипови разклоняващи

се процеси се използват като модел при изследването на биологични систе-

ми, при изчисляване на еволюционната динамика в структурата на генотип-

фенотипното пространство, в мрежите от генно регулиране, при моделиране

на разпространението на вируси, в моделите за прогресиране на туморните

клетки, при пропускливост на дървовидните алгоритми, каскадите от косми-

чески лъчи. Едно от най-новите приложения на разклоняващите се процеси

е в компютърните науки, по-специално при работа с мрежи, в частност сен-

зорни мрежи, както и в облачните технологии, където търсенето на облачни

услуги се моделира с разклоняващ се процес.

Цели и задачи на дисертационния труд

Настоящият дисертационен труд има следните цели:

1. Бейсов статистически анализ на многотипови разклоняващи се процеси

с индивидуално разпределение от фамилията многомерен степенен ред.
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2. Робастно оценяване на двутипови разклоняващи се процеси с индивиду-

ално разпределение от фамилията многомерен степенен ред.

3. Проучване на числени методи, които могат да се приложат към оценя-

ване на многотипови процеси.

∙ ЕМ алгоритъм и неговите модификации.

∙ Монте Карло методи.

4. Прилагане на числени методи за оценяване на многотипови разклонява-

щи се процеси с индивидуално разпределение от фамилията многомерен

степенен ред.

∙ ЕМ алгоритъм;

∙ Gibbs семплер;

∙ Монте Карло ЕМ.

5. Симулация на многотипови разклоняващи се процеси с полиномно, от-

рицателно полиномно и Поасоново индивидуално разпределение.

∙ да приложи към симулираните процеси ЕМ алгоритъм

∙ да приложи към симулираните процеси Gibbs sampler алгоритъм

∙ да приложи към симулираните процеси Монте Карло ЕМ алгори-

тъм.

6. Систематизиране на литературните източници свързани с:

∙ дискретни Многотипови Разклоняващи се Процеси;

∙ фамилията разпределения Многомерен Степенен Ред ;

∙ статистическо оценяване на многотипови процеси.
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Обем и структура на дисертацията

Настоящата дисертация се състои от 4 глави.

В Глава 1 е дадена теоретична справка за многотиповите разклоняващи

се процеси и за фамилията разпределения многомерен степенен ред. Прило-

жен е Бейсов подход за двутипови разклоняващи се процеси с индивидуално

разпределение многомерен степенен ред, което е принос на дисертанта.

В Глава 2 са разгледани съществуващи резултати от статистическото оце-

няване на разклоняващи се процеси. Авторът на настоящият труд предста-

вя свои резултати, получени при статистическото оценяване на многотипови

разклоняващи се процеси с индивидуално разпределение многомерен степе-

нен ред. Специално внимание е отделено на робастните статистически оцен-

ки, като е направена теоретична справка, след което е приложено робастно

оценяване за двутипови разклоняващи се процеси от разглеждания вид.

Глава 3 е посветена на приложението на ЕМ алгоритъма при статисти-

ческото оценяване на многотипови разклоняващи се процеси с индивидуално
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разпределение многомерен степенен ред. ЕМ алгоритъмът е приложен за по-

линомно, Поасоново и отрицателно полиномно разпределение. Направена е

симулация на двутипов разклоняващ се процес и е приложен числено ЕМ

алгоритъма за двутипов процес с триномиално разпределение. Показани са

резултати и графики. Разгледана е и модификация на ЕМ алгоритъма, коя-

то ускорява изпълнението му. Този модифициран ЕМ алгоритъм е приложен

към пример за двутипов разклоняващ се процес с полиномно индивидуално

разпределение.

В Глава 4 се разглежда приложението на Монте Карло алгоритми за ста-

тистическо оценяване на многотипови процеси. По-конкретно, в направена

симулация на двутипов процес с индивидуално разпределение двумерен сте-

пенен ред е приложен Гибс семплер.

Допълнително е разгледан Монте Карло ЕМ алгоритъм за статистическо

оценяване на двутипови разклоняващи се процеси с разпределение от фами-

лията двумерен степенен ред.

В Приложение А е дадена историческата справка за възникването и раз-

витието на теорията на разклоняващите се процеси.

В Приложение Б е дадена теоретична справка за ЕМ алгоритъма. Спе-

циално внимание е отделено на теоремите за сходимост. Разгледан е ЕМ алго-

ритъма като вариационен метод и като специален случай на проксималните

алгоритми.

В Приложение В е дадена теоретична справка за Монте Карло алгорит-

мите и тяхното приложение при статистическото оценяване.

Приложение Г разглежда метод за числено определяне на носителя на

индивидуално разпределение, базиран на алгоритъм за определяне на модата

на такова разпределение. Получени са таблици и графики за носители при

различни примери на триномиално, двойно Поасоново и отрицателно трино-

миално разпределение.

Приложение Д включва програмен код на езика R, с помощта на който

е направена симулацията и са получени цитираните по-горе резултати.
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СЪДЪРЖАНИЕ НА ДИСЕРТАЦИОННИЯ ТРУДСЪДЪРЖАНИЕ НА ДИСЕРТАЦИОННИЯ ТРУДСЪДЪРЖАНИЕ НА ДИСЕРТАЦИОННИЯ ТРУД

Глава 1.Глава 1.Глава 1. Mноготипови разклоняващи се процеси с разпре-

деление многомерен степенен ред. Бейсов подход.

Многотиповият разклоняващ се процес e хомогенен във времето векторен про-

цес {Z(0),Z(1), . . . ,Z(𝑛), . . . }, където Z(𝑛) =
(︀
𝑍1(𝑛), 𝑍2(𝑛), . . . , 𝑍𝑑(𝑛)

)︀
,

за който е в сила рекурентната зависимост 𝑍𝑚(𝑛 + 1) =
𝑑∑︀

𝑘=1

𝑍𝑘
𝑚(𝑛), където

𝑍𝑚(𝑛+ 1) е броят частици от тип 𝑚, живеещи в (𝑛+ 1)-во поколение и 𝑍𝑘
𝑚(𝑛)

е броят деца от тип 𝑚 с родители от тип 𝑘, живеещи в 𝑛−то поколение.

Дефиниция. 1.11.11.1 Вектор на размера на популацията Нека

{Z(𝑛), 𝑛 ∈ N}, е 𝑑−мерен разклоняващ се процес, с множество от състояния N𝑑

и начално състояние Z(0) = (0, .., 0, 1, 0, .., 0)⏟  ⏞  
𝑘−та позиция

= (𝛿1,𝑘, .., 𝛿𝑑,𝑘) = 𝛿𝑘, 𝛿𝑖,𝑗 =

{︃
0, 𝑖 ̸= 𝑗

1, 𝑖 = 𝑗
, 𝑘 = 1..𝑑.

Векторът Z(𝑛) =
(︀
𝑍1(𝑛), 𝑍2(𝑛), . . . , 𝑍𝑑(𝑛)

)︀
е вектор на размера на популацията,

а 𝑍𝑖(𝑛) е броят на индивидите от тип 𝑖 в 𝑛−то поколение,

Дефиниция. 1.31.31.3 Индивидуална вероятност Нека в 𝑛−то поколение една

частица от тип 𝑘 да има 𝑖𝑠 деца от тип 𝑠, 𝑠 = 1..𝑑. Наследниците на частицата

се представят с вектора 𝑖𝑖𝑖 = (𝑖1, 𝑖2, . . . , 𝑖𝑑). Вероятността една частица от тип

𝑘 да има деца (𝑖1, 𝑖2, . . . , 𝑖𝑑) се нарича индивидуална вероятност на тази

частица и се означава с 𝑝 𝑘
(𝑖1,𝑖2,...,𝑖𝑑)

.

Нека 𝜉𝑘𝑚 (𝑛, 𝑙) e случайната величина, представяща броят на децата от тип

𝑚 за 𝑙−тата поред частица от тип 𝑘, живееща в 𝑛-то поколение. Тогава, на
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тази 𝑙−та частица от тип 𝑘 в 𝑛−то поколение се съпоставя вектора от децата

от всеки тип �⃗�
𝑘

(𝑛, 𝑙) =

(︂
𝜉𝑘1 (𝑛, 𝑙), 𝜉𝑘2 (𝑛, 𝑙), . . . , 𝜉𝑘𝑑 (𝑛, 𝑙)

)︂
.

Следователно, потомството на всички частици от тип 𝑘 от 𝑛−то поколение,

се изразява от вектора �⃗�
𝑘

(𝑛) =
(︀ 𝑍𝑘(𝑛)∑︀

𝑙=1

𝜉𝑘1 (𝑛, 𝑙),
𝑍𝑘(𝑛)∑︀
𝑙=1

𝜉𝑘2 (𝑛, 𝑙), . . . ,
𝑍𝑘(𝑛)∑︀
𝑙=1

𝜉𝑘𝑑 (𝑛, 𝑙)
)︀
.

Дефиниция. 1.41.41.4 Свойство на разклоняване (branching property)

𝑍𝑚(𝑛 + 1) =
𝑑∑︁

𝑘=1

𝑍𝑘(𝑛)∑︁
𝑙=1

𝜉𝑘𝑚 (𝑛, 𝑙)

Това свойство изразява вектора на размера на популацията на MBP в по-

коление (𝑛 + 1) чрез вектора на размера на популацията в 𝑛-то поколение:

Z(n + 1) =

(︂ 𝑑∑︁
𝑘=1

𝑍𝑘(𝑛)∑︁
𝑙=1

𝜉𝑘1 (𝑛, 𝑙),
𝑑∑︁

𝑘=1

𝑍𝑘(𝑛)∑︁
𝑙=1

𝜉𝑘2 (𝑛, 𝑙), . . . ,
𝑑∑︁

𝑘=1

𝑍𝑘(𝑛)∑︁
𝑙=1

𝜉𝑘𝑑 (𝑛, 𝑙)

)︂
=

𝑑∑︁
𝑘=1

𝑍𝑘(𝑛)∑︁
𝑙=1

�⃗�
𝑘

Следователно, потомството на многотиповия разклоняващ се процес може да

се изрази чрез матрицата⎛⎜⎜⎝
�⃗�
1
(𝑛)

�⃗�
2
(𝑛)

...

�⃗�
𝑑
(𝑛)

⎞⎟⎟⎠ =

⎛⎜⎜⎜⎜⎜⎜⎝

𝑍1(𝑛)∑︀
𝑙=1

𝜉11 (𝑛, 𝑙)
𝑍1(𝑛)∑︀
𝑙=1

𝜉12 (𝑛, 𝑙) · · ·
𝑍1(𝑛)∑︀
𝑙=1

𝜉1𝑑 (𝑛, 𝑙)

𝑍2(𝑛)∑︀
𝑙=1

𝜉21 (𝑛, 𝑙)
𝑍2(𝑛)∑︀
𝑙=1

𝜉22 (𝑛, 𝑙) · · ·
𝑍2(𝑛)∑︀
𝑙=1

𝜉2𝑑 (𝑛, 𝑙)

...
...

. . .
...

𝑍𝑑(𝑛)∑︀
𝑙=1

𝜉𝑑1 (𝑛, 𝑙)
𝑍𝑑(𝑛)∑︀
𝑙=1

𝜉𝑑2 (𝑛, 𝑙) · · ·
𝑍𝑑(𝑛)∑︀
𝑙=1

𝜉𝑑𝑑 (𝑛, 𝑙)

⎞⎟⎟⎟⎟⎟⎟⎠
𝑘−тият ред, на която, дава потомството на всички частици от тип 𝑘, докато

𝑗−тия стълб дава броят на децата от тип 𝑗.

Основен инструмент при изследване на BP са пораждащите функции (𝑝.𝑔.𝑓.).

Дефиниция. 1.51.51.5 Индивидуална пораждаща функция - и.п.ф Нека е

дадена частица от тип 𝑘, с индивидуална вероятност 𝑝 𝑘
(𝑖1,..,𝑖𝑑)

= 𝑃 (𝜉𝑘1 = 𝑖1, .., 𝜉
𝑘
𝑑 = 𝑖𝑑),

където 𝜉𝑘𝑚 е случайна величина, даваща броят на наследниците от тип 𝑚 за

тази частица от тип 𝑘 за едно поколение. За тази частица от тип 𝑘 се дефинира

и.п.ф. 𝑓 (𝑘) (s) = E[s𝜉k ] на индивидуалното разпределение за едно поколение:

𝑓 (𝑘) (s) =
∑︀

(𝑖1,𝑖2,...,𝑖𝑑)∈𝑁𝑑

𝑝𝑘(𝑖1,𝑖2,...,𝑖𝑑).𝑠
𝑖1
1 𝑠

𝑖2
2 . . . 𝑠𝑖𝑑𝑑 ,

където s = (𝑠1, 𝑠2, . . . , 𝑠𝑑), |s| ≤ 1, s𝜉k = 𝑠
𝜉𝑘1
1 𝑠

𝜉𝑘2
2 . . . 𝑠

𝜉𝑘𝑑
𝑑 , 𝜉k = (𝜉𝑘1 , 𝜉

𝑘
2 , . . . , 𝜉

𝑘
𝑑).

За потомството, породено от една частица от тип 𝑘 за 𝑛 поколения се

използва пораждащата функция 𝐹 𝑘(𝑛, s) = 𝐸
[︀
sZ(n)| Z(0) = 𝛿𝑘

]︀
=
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=
∑︀

(𝑖1,𝑖2,...,𝑖𝑑)∈𝑁𝑑

𝑃
(︀
Z(n) = (𝑖1, 𝑖2, . . . , 𝑖𝑑) | Z(0) = 𝛿𝑘

)︀
𝑠𝑖11 𝑠

𝑖2
2 . . . 𝑠𝑖𝑑𝑑 .

От дефиницията на и.п.ф. се вижда, че 𝐹 𝑘(1, s) = 𝑓 (𝑘) (s). Образуваме вектора

от и.п.ф. с 𝑘−та компонента - и.п.ф. на частица от тип 𝑘 за едно поколение

f(s) =
(︀
𝑓 (1) (s), .., 𝑓 (𝑑) (s)

)︀
=
(︀
𝐹 1(1, s), .., 𝐹 𝑑(1, s)

)︀
= F(1, s).

Твърдение (1.1). F(𝑘)(𝑛, s) = f
(𝑘)
𝑛 (s),

fn(s) : f𝑛(s) = f(f (𝑛−1)(s)) = f(f(. . . f(f(s))))⏟  ⏞  
𝑛−пъти

Дефиниция. 1.61.61.6 Многомерна (векторна) пораждаща функция

F⃗(𝑛; 𝑠) =
(︀
𝐹 1(𝑛; 𝑠).𝐹 2(𝑛; 𝑠). . . . .𝐹 𝑑(𝑛; 𝑠)

)︀
, където

𝐹 𝑘(𝑛, s) = 𝐸[𝑠
𝑍𝑘1(𝑛)
1 , 𝑠

𝑍𝑘2(𝑛)
2 , . . . , 𝑠

𝑍𝑘𝑑(𝑛)
𝑑 ] и 𝑍𝑘𝑗(𝑛) е броят на частиците от тип 𝑗

в поколение 𝑛, породени от 1 частица от тип 𝑘, живееща в нулево поколение.

Следователно, п.ф. е решение на уравнението F(𝑛 + 1; s) = F(1,F(𝑛; s)).

Нека 𝑚𝑖𝑗 = E
[︀
𝜉𝑗𝑖 (𝑛; 𝑙)

]︀
е очакваният брой деца от тип 𝑗 на 𝑙−тата частица от

тип 𝑖. Ако M = ||𝑚𝑖𝑗|| е матрицата от първите моменти на разпределението на

потомството за едно поколение, то 𝑚𝑖𝑗 = 𝜕
𝜕𝑠𝑗

𝑓 (𝑖)(s)|s=1 = 𝐸
[︀
𝑍𝑗(1)|𝑍𝑖(0) = 1

]︀
.

Вторите моменти са
𝑏𝑖𝑗𝑘 = 𝜕2

𝜕𝑠𝑗𝜕𝑠𝑘
𝑓 𝑖(s) |s=1 = 𝐸

[︀
𝑍𝑗(1)

(︀
𝑍𝑘(1) − 𝛿𝑗𝑘

)︀
|𝑍𝑖(0) = 1

]︀
, където 𝑖, 𝑗, 𝑘 = 1, 𝑑

За 𝑛 поколения, матрицата от първите моменти е M(𝑛) := ‖𝑚𝑖𝑗(𝑛)‖ = M𝑛

където 𝑚𝑖𝑗(𝑛) := 𝐸[𝑍𝑗(𝑛)|𝑍𝑖(0) = 1] = 𝜕
𝜕𝑠𝑗

𝐹 𝑖(𝑛, s)|s=1.

В този случай вторите моменти са равни на

𝑏𝑖𝑗𝑘(𝑛) := 𝜕2

𝜕𝑠𝑗𝜕𝑠𝑘
𝐹 𝑖(𝑛, s)|s=1 = 𝐸[𝑍𝑗(𝑛)[𝑍𝑘(𝑛) − 𝛿𝑗𝑘]|𝑍𝑖(0) = 1], 𝑖, 𝑗, 𝑘 = 1, 𝑑.

Нека M = ‖𝑚𝑖𝑗‖, 𝑖, 𝑗 = 1, 𝑑 е матрицата на математическото очакване на

размера на популацията. Матрицата 𝑀𝑀𝑀𝑑×𝑑 ≥ 0 се нарича регулярна, ако съ-

ществува цяло положително число 𝑛, за което M𝑛 > 0. Асоциираме матрицата

M = ‖𝑚𝑖𝑗‖ с насочен граф 𝐺𝑀𝑀𝑀 , който има 𝑑 възела и 𝑚𝑖𝑗 > 0, когато има ребро

от връх 𝑖 до връх 𝑗. Матрицата M = ‖𝑚𝑖𝑗‖ е регулярна ⇐⇒ когато нейни-

ят граф 𝐺𝑀 е силно свързан, т.е. за всяка двойка различни върхове 𝑖 и 𝑗

съществува път от 𝑖 до 𝑗 и от 𝑗 до 𝑖, независимо с каква дължина 𝑛 < ∞.

Дефиниция. 1.81.81.8 Многотиповият разклоняващ се процес Z(n) се нарича по-

ложително регулярен, ако матрицата M = ‖𝑚𝑖𝑗‖ е положителна и регулярна.
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Следователно, MBP е регулярен, ако за всяко 𝑘 = 1, 𝑑, частица от тип 𝑘

ще породи частици от всеки друг тип, независимо след колко поколения.

Класификацията на MBP се прави въз основа на Теоремата на Перон-

Фробениус. Ако 𝛼1, . . . , 𝛼𝑛 са собствените стойности на матрицата 𝑀𝑀𝑀 , то

𝑟(𝑀𝑀𝑀) = max
𝑖=1...𝑛

|𝛼𝑖| се нарича спектрален радиус на матрицата 𝑀𝑀𝑀 , а най-

голямата по модул реална собствена стойност на матрицата 𝑀𝑀𝑀 = ||𝑚𝑖𝑗(𝑛)||

се нарича Перонов корен и той се означава с 𝜌.

Дефиниция. 1.101.101.10 Израждане (extinction) MBP се нарича изроден, ако ∃ ес-
тествено число 𝑁 , такова, че за всяко 𝑛 ≥ 𝑁 е изпълнено Z(𝑛) = (0, 0, . . . , 0).

Дефиниция. 1.121.121.12 Нека 𝑃 𝑘 е вероятността за израждане, ако процесът стар-

тира с една частица от тип 𝑘. Векторът P = (𝑃 1, 𝑃 2, . . . , 𝑃 𝑑) = lim
𝑛→+∞

f𝑛(000) се

нарича вероятност за израждане на процеса и се получава като решение на

векторното уравнение P = lim
𝑛→+∞

f𝑛+1(0) = f( lim
𝑛→+∞

f𝑛(0)) = f(P).

Дефиниция. 1.131.131.13 Многотиповите разклоняващи се процеси се наричат:

∙ надкритични ( supercritical ) процеси, ако 𝜌 > 1 ;

∙ критични ( critical ) процеси, ако 𝜌 = 1 ;

∙ докритичени ( subcritical ) процеси, ако 𝜌 < 1.

Бейсов подход за многотипови разклоняващи се процесиБейсов подход за многотипови разклоняващи се процесиБейсов подход за многотипови разклоняващи се процеси

При Бейсовия подход за анализиране на данни се определя както моделът

за наблюдение на данните 𝑦𝑦𝑦 = {𝑦1 . . . 𝑦𝑛}, така и векторът на неизвестните

параметри 𝜃, зададен с разпределение 𝜋(𝜃), наречено априорно разпределе-

ние. Моделът се задава във формата на условно вероятностно разпределение

𝑓(𝑦 | 𝜃), а изводите относно параметъра 𝜃 се базират на неговото апостериор-

но разпределение. Апостериорната плътност се изчислява чрез априорното

разпределение, функцията на правдоподобие и правилото на Бейс:

𝑝(𝜃 | 𝑦) =
𝑝(𝜃,𝑦)

𝑝(𝑦)
=

𝑓(𝑦 | 𝜃)𝜋(𝜃)∫︀
𝑓(𝑦|𝑢𝑢𝑢)𝜋(𝑢𝑢𝑢)𝑑𝑢𝑢𝑢

. или 𝑝(𝜃 | 𝑦) ∝ 𝑓(𝑦 | 𝜃)𝜋(𝜃).

Априорното разпределение може да се разглежда като представяне на теку-

щото състояние от знания или текущото състояние на несигурност при моде-

лиране на параметрите, преди да се наблюдават данните.
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Избираме априорното разпределение да е от спрегната (conjugate prior) фа-

милия с фамилията на даденото разпределение 𝑓(𝑦 | 𝜃), което води до това

апостериорното разпределение да бъде от фамилията на априорното разп-

ределение. Бейсовият подход предоставя повече информация при вземане на

решения. Използването на априорна информация допринася за увеличаване

на точността и за редуциране на размера на извадката.
Разглеждаме 𝑑−типов разклоняващ се процес. Нека разпределението на

потомството му е многомерен степенен ред. Тогава:

𝐿(𝒥𝑛 | 𝜃) =
𝑑∏︁

𝑘=1

∏︁
�⃗�∈𝑆𝑘

(︃
𝑎𝑘(𝑖1, 𝑖2, . . . , 𝑖𝑑) 𝜃

𝑖1
1𝑘 𝜃

𝑖2
2𝑘 . . . 𝜃

𝑖𝑑
𝑑𝑘

𝐴𝑘(𝜃1𝑘, 𝜃2𝑘, . . . , 𝜃𝑑𝑘)

)︃𝑍𝑘(𝑛,⃗𝑖)

, 𝜃𝑗𝑘 ∈ ℛ+

𝐴𝑘(𝜃1𝑘, 𝜃2𝑘, .., 𝜃𝑑𝑘) =
∞∑︁

𝑖1=0

∞∑︁
𝑖2=0

. . .
∞∑︁

𝑖𝑑=0

𝑎𝑘(𝑖1, 𝑖2, . . . , 𝑖𝑑) 𝜃
𝑖1
1𝑘 𝜃

𝑖2
2𝑘 . . . 𝜃

𝑖𝑑
𝑑𝑘.

Фамилията разпределения многомерен степенен ред е от класа на експоненци-

алната фамилия, защото 𝑓(𝑥𝑥𝑥|𝜃𝜃𝜃) = 𝑎(𝑥𝑥𝑥)
𝐴(𝜃𝜃𝜃)

𝑛∏︀
𝑗=1

𝜃
𝑥𝑗

𝑗 =
(︀
𝐴(𝜃𝜃𝜃)

)︀−1
𝑎(x) 𝑒𝑥𝑝

(︀ 𝑛∑︀
𝑗=1

𝑥𝑗 log 𝜃𝑗
)︀
.

Използваме следната теорема:

Теорема. 1.21.21.2 Функцията на правдоподобие за експоненциалната фамилия

разпределения има спрегнато априорно разпределение ( conjugate prior), ако

априорното разпределение е от вида 𝑝(𝜃𝜃𝜃) ∝ 𝐶(𝜃𝜃𝜃)𝑎𝑒𝑥𝑝
(︀ 𝑛∑︀
𝑗=1

𝜑𝑗(𝜃𝜃𝜃)𝑏𝑗
)︀

В следващите теореми сме намерили апостериорните разпределения за фа-

милията многомерен степенен ред.

Теорема. 1.31.31.3 Нека априорното разпределение на параметрите на индиви-

дуалното разпределение за 𝑑-типов разклоняващ се процес с индивидуално

разпределение многомерен степенен ред е

𝜋(𝜃) =

𝑑∏︀
𝑘=1

𝜃𝛼1𝑘
1𝑘 𝜃2𝑘

𝛼2𝑘 𝜃3𝑘
𝛼3𝑘 , . . . , 𝜃𝑑𝑘

𝛼𝑑𝑘

𝐶(𝛼,𝛽)
𝑑∏︀

𝑘=1

𝐴𝑘(𝜃1𝑘, 𝜃2𝑘, . . . , 𝜃𝑑𝑘)𝛽𝑘

.

Тогава при дадена извадка в 𝑛-то поколение

̃︀𝒥𝑛 =
{︁
𝑍𝑘(𝑛, 𝑖𝑖𝑖) = 𝑧𝑘(𝑛, 𝑖𝑖𝑖), 𝑘 = 1, 2, . . . , 𝑑

}︁
, където 𝑖𝑖𝑖 = (𝑖1, 𝑖2, . . . , 𝑖𝑑) ∈ 𝒮𝑘
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а 𝑍𝑘(𝑛, 𝑖𝑖𝑖) е броят частици от тип 𝑘, които в 𝑛−то поколение имат деца 𝑖𝑖𝑖,

спрегнатото апостериорно разпределение е

𝑓(𝜃𝜃𝜃| ̃︀𝒥𝑛) ∝
𝑑∏︁

𝑘=1

𝜃

𝑁−1∑︀
𝑛=0

𝑍𝑘
1 (𝑛+1)+𝛼1𝑘

1𝑘 .𝜃

𝑁−1∑︀
𝑛=0

𝑍𝑘
2 (𝑛+1)+𝛼2𝑘

2𝑘 . . . 𝜃

𝑁−1∑︀
𝑛=0

𝑍𝑘
𝑑 (𝑛+1)

𝑑𝑘

𝐴𝑘(𝜃1𝑘, 𝜃2𝑘, . . . , 𝜃𝑑𝑘)

𝑁−1∑︀
𝑛=0

𝑍𝑘(𝑛)

където 𝑍𝑘
𝑗 (𝑛 + 1) е броят частици от тип 𝑗, чийто родител от 𝑛−то по-

коление е от тип 𝑘, а 𝑍𝑘(𝑛) е броят частици от тип 𝑘 в 𝑛−то поколение.

Аналогични теореми са доказани за всяко от разглежданите конкретни

разпределения от фамилията многомерен степенен ред.

Теорема. 1.41.41.4 Апостериорното разпределение на параметрите на индивиду-

алното разпределение за 𝑑-типов разклоняващ се процес с полиномно разпре-

деление на потомството, при дадена извадка

̃︁𝒥𝒩 =
{︁
{𝑍𝑘(𝑛, �⃗�𝑖𝑖) = 𝑧𝑘(𝑛, �⃗�𝑖𝑖)}, �⃗�𝑖𝑖 = (𝑖1, 𝑖2, . . . , 𝑖𝑑) ∈ 𝒮𝑘, 𝑘 = 1, 2, .., 𝑑, 𝑛 = 0, 𝑁

}︁
.

и при спрегнато априорно разпределение на Дирихле - 𝐷𝑖𝑟𝑖𝑐ℎ𝑙𝑒𝑡(𝛼1𝑘, 𝛼2𝑘, . . . , 𝛼𝑑𝑘, 𝛼(𝑑+1)𝑘),

е произведение от разпределения на Дирихле и е от вида
𝑑∏︁

𝑘=1

𝐷𝑖𝑟𝑖𝑐ℎ𝑙𝑒𝑡

(︃
𝑁∑︁

𝑛=1

𝑍𝑘
1 (𝑛 + 1)+𝛼1𝑘, ..

𝑁∑︁
𝑛=1

𝑍𝑘
𝑑 (𝑛 + 1)+𝛼𝑑𝑘,

𝑁−1∑︁
𝑛=0

(𝑀𝑘𝑍𝑘(𝑛) − 𝑍𝑘(𝑛 + 1))+𝛼(𝑑+1)𝑘

)︃
,

където 𝑍𝑘
𝑗 (𝑛 + 1) е брой частици от тип 𝑗 с родител в 𝑛−то поколение от

тип 𝑘, а 𝑍𝑘(𝑛) е брой частици от тип 𝑘 в 𝑛−то поколение.

Теорема. 1.51.51.5 Апостериорното разпределение на параметрите на индиви-

дуалното разпределение за 𝑑-типов разклоняващ се процес с отрицателно

полиномно разпределение на потомството, при дадена извадка

̃︁𝒥𝒩 =
{︁
{𝑍𝑘(𝑛, �⃗�𝑖𝑖) = 𝑧𝑘(𝑛, �⃗�𝑖𝑖)}, �⃗�𝑖𝑖 = (𝑖1, 𝑖2, . . . , 𝑖𝑑) ∈ 𝒮𝑘, 𝑘 = 1, 2, .., 𝑑, 𝑛 = 0, 𝑁

}︁
.

и при спрегнато априорно разпределение - обратното Дирихле разпределение

𝐼𝑛𝑣𝑒𝑟𝑡𝑒𝑑𝐷𝑖𝑟𝑖𝑐ℎ𝑙𝑒𝑡(𝛼1𝑘, 𝛼2𝑘, . . . , 𝛼𝑑𝑘), е произведение от обратни Дирихле раз-

пределения и е от вида
𝑑∏︁

𝑘=1

𝐼𝑛𝑣𝑒𝑟𝑡𝑒𝑑𝐷𝑖𝑟𝑖𝑐ℎ𝑙𝑒𝑡
(︁ 𝑁∑︁

𝑛=1

𝑍𝑘
1 (𝑛)+𝛼1𝑘, . . . ,

𝑁∑︁
𝑛=1

𝑍𝑘
2 (𝑛)+𝛼(𝑑−1)𝑘, 𝑀

𝑁−1∑︁
𝑛=0

𝑍𝑘(𝑛)+𝛼𝑑𝑘

)︁
където 𝑍𝑘

𝑗 (𝑛 + 1) е брой частици от тип 𝑗 в (𝑛+ 1)−во поколение,с родител
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в 𝑛−то поколение е от тип 𝑘, а 𝑍𝑘(𝑛) е брой частици от тип 𝑘 в 𝑛−то

поколение.

Теорема. 1.61.61.6 Апостериорното разпределение на параметрите на индивиду-

алното разпределение за 𝑑-типов разклоняващ се процес с многомерно лога-

ритмично разпределение на потомството, при дадена извадка

̃︁𝒥𝒩 =
{︁
{𝑍𝑘(𝑛, �⃗�𝑖𝑖) = 𝑧𝑘(𝑛, �⃗�𝑖𝑖)}, �⃗�𝑖𝑖 = (𝑖1, 𝑖2, . . . , 𝑖𝑑) ∈ 𝒮𝑘, 𝑘 = 1, 2, .., 𝑑, 𝑛 = 0, 𝑁

}︁
.

и при спрегнато априорно рапзределение 𝜋(𝜃1𝑘, 𝜃2𝑘, . . . , 𝜃𝑑𝑘) ∝

𝑑∏︀
𝑗=1

𝜃
𝛼𝑗

𝑗𝑘(︀
− log(1 −

𝑑∑︀
𝑗=1

𝜃𝑗𝑘)
)︀𝛽

е разпределения от вида
𝑑∏︁

𝑘=1

𝑑∏︀
𝑗=1

𝜃𝑗𝑘

𝑁−1∑︀
𝑛=1

𝑍𝑘
𝑗 (𝑛+1)+𝛼𝑗

(︂
− log(1 −

𝑑∑︀
𝑗=1

𝜃𝑗𝑘)

)︂𝑁−1∑︀
𝑛=1

𝑍𝑘(𝑛)+𝛽

, където

𝑍𝑘
𝑗 (𝑛 + 1) е брой частици от тип 𝑗 в (𝑛 + 1)−во поколение, чиито родител

в 𝑛−топоколение е от тип 𝑘, а 𝑍𝑘(𝑛) е брой частици от тип 𝑘 в 𝑛−то

поколение.

Теорема. 1.71.71.7 Апостериорното разпределение на параметрите на индивиду-

алното разпределение за двутипов разклоняващ се процес с двумерно Поасо-

ново разпределение на потомството, при дадена извадка

̃︁𝒥𝒩 =
{︁
{𝑍𝑘(𝑛, �⃗�𝑖𝑖) = 𝑧𝑘(𝑛, �⃗�𝑖𝑖)}, �⃗�𝑖𝑖 = (𝑖1, 𝑖2, . . . , 𝑖𝑑) ∈ 𝒮𝑘, 𝑘 = 1, 2, .., 𝑑, 𝑛 = 0, 𝑁

}︁
.

и при спрегнато априорно разпределение
2∏︀

𝑘=1

2∏︀
𝑗=1

𝐺𝑎𝑚𝑚𝑎(𝛼𝑗𝑘, 𝛽𝑗𝑘), e произведе-

ние от Гама разпределения от вида

𝐺𝑎𝑚𝑚𝑎(
𝑁−1∑︁
𝑛=0

𝑍𝑘
𝑗 (𝑛 + 1) + 𝛼𝑗𝑘,

𝑁−1∑︁
𝑛=0

𝑍𝑘(𝑛) + 𝛽𝑗𝑘), 𝑗, 𝑘 = 1, 2.

където 𝑍𝑘
𝑗 (𝑛 + 1) е брой частици от тип 𝑗 в (𝑛+1)−во поколение, с родител

в 𝑛−то поколение е от тип 𝑘, а 𝑍𝑘(𝑛) е брой частици от тип 𝑘 в 𝑛−то

поколение.
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Глава 2.Глава 2.Глава 2. Статистическо оценяване на MBP

Наблюдават се първите 𝑁 поколения от фамилното дърво на многотипов раз-

клоняващ се процес. Разглеждат се следните извадъчни схеми:

1. 𝒥𝑁 = {𝑍(0), . . . , 𝑍(𝑁)} размерът на популацията в първите 𝑁 поколения

2. ̃︀𝒥𝑁 =
{︁
𝑍𝑘

(︀
𝑛, (𝑖1, 𝑖2..𝑖𝑑)

)︀
= 𝑧𝑘

(︀
𝑛, (𝑖1, 𝑖2..𝑖𝑑)

)︀
, 𝑛 = 0..𝑁, (𝑖1, 𝑖2..𝑖𝑑) ∈ 𝑆𝑘

}︁
броят на индивидите от всеки тип 𝑘, в дадено поколение 𝑛, които имат

точно (𝑖1, 𝑖2..𝑖𝑑) ∈ 𝒮𝑘 деца и 𝒮𝑘 е носителят за частица от тип 𝑘.

3. ̃︁̃︀𝒥 𝑁 =
{︁
𝜉 𝑘
𝑖𝑠(𝑛) : 𝑠 = 1, 2, .., 𝑍𝑖(𝑛); 𝑖, 𝑘 = 1, 𝑑, 𝑛 = 0..𝑁

}︁
цялото фамилно

дърво, 𝜉 𝑘
𝑖𝑠(𝑛) е броят деца от тип 𝑘 в 𝑛−то поколение с родител 𝑠−тата

частица от тип 𝑖.

Наблюдаването на цялото фамилно дърво е най-удобно от статистическа глед-

на точка, но събирането на информация за поведението на всяка отделна час-

тица представлява проблем. Затова често се налага ”да се възстанови” цялото

фамилно дърво на базата на първите две извадъчни схеми.

Едно решение на този проблем, в непараметричния случай, дават Gonzalez,

Martin, Martinez и Mota, които предлагат да се възстанови разпределението

на броя на частиците с определен брой наследници до 𝑁 -тото поколение на

фамилното дърво, при условие, че са наблюдавани единствено големините на

поколенията, като произведение от условните разпределения на броя на час-

тиците с определен брой наследници във всяко едно от поколенията 𝑛 < 𝑁 ,

при условие, че са наблюдавани само големините на текущото поколение 𝑛 и

на следващото (𝑛 + 1)-во поколение.

Теорема. 2.12.12.1 Нека 𝑝𝑝𝑝 = (𝑝𝑖, 𝑖 = 1, 𝑑) е векторът от индивидуалните веро-

ятности на 𝑑−типов MBP, където 𝑝𝑖 = (𝑝𝑖𝑘𝑘𝑘 : 𝑘𝑘𝑘 ∈ 𝑆𝑖 ) и 𝑘𝑘𝑘 е векторът от

потомството на частица от тип 𝑖, чийто носител е 𝑆𝑖.

Тогава 𝑃
(︀ ̃︀𝒥𝑁 | 𝒥𝑁 , 𝑝𝑝𝑝

)︀
=

𝑁−1∏︁
𝑛=0

𝑃

(︂ ̃︀𝒥𝑛 | 𝑍𝑍𝑍(𝑛) = 𝑧𝑧𝑧(𝑛),𝑍𝑍𝑍(𝑛 + 1) = 𝑧𝑧𝑧(𝑛 + 1), 𝑝𝑝𝑝

)︂
,

където 𝑛 = 1, (𝑁 − 1) са първите N поколения от 𝑑−типовия MBP.

В настоящата дисертация се разглеждат многотипови разклоняващи се

процеси с фиксирано индивидуално разпределение, принадлежащо на класа
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от разпределения многомерен степенен ред. Самото разпределение е опреде-

лено с точност до неизвестен параметричен вектор 𝜃𝜃𝜃.

В така разгледаният модел на процеса, в настоящата работа е направен

параметричен Бейсов анализ.

Поради тясната връзка между стойностите на параметрите и индивидул-

ните вероятности, прилагаме горната теорема:

Следствие. 2.12.12.1 За многотипов разклоняващ се процес при използване на

извадъчна схема 𝒥𝑁 , когато не са известни стойностите на сл. в. от мно-

жеството ̃︀𝒥𝑁 , при 𝑛 = 1, (𝑁 − 1), за условното разпределение за фамилно-

то дърво е в сила формулата

𝑃
(︀ ̃︀𝒥𝑁 | 𝒥𝑁 , 𝜃𝜃𝜃

)︀
=

𝑁−1∏︁
𝑛=0

𝑃

(︂ ̃︀𝒥𝑛 | 𝑍𝑍𝑍(𝑛) = 𝑧𝑧𝑧(𝑛),𝑍𝑍𝑍(𝑛 + 1) = 𝑧𝑧𝑧(𝑛 + 1), 𝜃𝜃𝜃

)︂
, където

̃︀𝒥𝑛 =
{︀
{𝑍𝑘(𝑛, �⃗�𝑖𝑖) = 𝑧𝑘(𝑛, �⃗�𝑖𝑖)}, �⃗�𝑖𝑖 = (𝑖1, 𝑖2, . . . , 𝑖𝑑) ∈ 𝒮𝑘, 𝑘 = 1, 𝑑

}︀
.

Така можем да съсредоточим изследванията си за едно поколение.

За да се възстановят първите 𝑁 поколения на цялото фамилно дърво на

многотипов разклоняващ се процес, т.е. извадъчна схема ̃︀̃︀𝒥 𝑁 , е достатъчно

до се знае разпределението на броя частици с определен брой наследници, до

𝑁 -тото поколение на фамилното дърво или извадъчна схема ̃︀𝒥𝑁 .

Теорема. 2.22.22.2 За двутипов разклоняващ се процес с индивидуално разпреде-

ление двумерен степенен ред, при наблюдаване на цялото фамилно дърво, за

функцията на правдоподобие са в сила твърденията:

∙ 𝐿(
̃︀̃︀𝒥 𝑁 | 𝜃| 𝜃| 𝜃) = 𝐿( ̃︀𝒥𝑁 | 𝜃| 𝜃| 𝜃), където 𝜃𝜃𝜃 = (𝜃11, 𝜃21, 𝜃12, 𝜃22)

∙ 𝐿(
̃︀̃︀𝒥 𝑛 | 𝜃| 𝜃| 𝜃) = 𝐿(

̃︀̃︀𝒥 𝑛 | 𝜃11, 𝜃21) . 𝐿(
̃︀̃︀𝒥 𝑛 | 𝜃12, 𝜃22)

В случай, че се наблюдава единствено размера на популацията в първите

𝑁 поколения (извадъчна схема 𝒥𝑁), изчисляването на функцията на прав-

доподобие е невъзможно, поради липса на наблюдения. В такъв случай се

използва условното разпределение на случайните величини 𝑍𝑘(𝑛, (𝑖, 𝑗)), 𝑘 =

1, .., 𝑑, (𝑖, 𝑗) ∈ 𝑆𝑘, формиращи извадката ̃︀𝒥𝑛 за всяко поколение 𝑛 = 1, .., 𝑁 от

фамилното дърво.
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За това условно разпределение, участващо като множител в Следствие 2.1,

доказваме следната основна теорема [4], публикувана от Atanasov, Staneva,

Stoimenova в статията "Robust estimators for the bivariate power series offspring

distributions" през 2014 г., чийто аналог за контролируеми разклоняващи се

процеси е разгледан от Gonzalez.

Теорема. 2.42.42.4 (Основна теорема) За многотипови разклоняващи се процеси с

разпределение от тип многомерен степенен ред 𝑝𝑘
�⃗�𝑖𝑖

= 𝑎(𝑥1,...,𝑥𝑑)
𝐴(𝜃1,...,𝜃𝑑)

𝑑∏︀
𝑙=1

𝜃𝑙
𝑥𝑙 и краен

носител �⃗�𝑖𝑖 = (𝑖1, .., 𝑖𝑑) ∈ 𝒮𝑘, |𝒮𝑘| < ∞, 𝑘 = 1, 𝑑, е изпълнено

𝑃
(︀ ̃︀𝒥𝑛 | 𝑍𝑍𝑍(𝑛) = 𝑧𝑧𝑧(𝑛),𝑍𝑍𝑍(𝑛 + 1) = 𝑧𝑧𝑧(𝑛 + 1), 𝜃𝜃𝜃

)︀
=

1

𝑃
(︀
𝑍𝑍𝑍(𝑛 + 1) = 𝑧𝑧𝑧(𝑛 + 1) | 𝑍(𝑛) = 𝑧(𝑛), 𝜃𝜃𝜃

)︀ 2∏︁
𝑘=1

𝑧𝑘(𝑛)!∏⃗︀
𝑖𝑖𝑖

𝑧𝑘(𝑛, �⃗�𝑖𝑖 )!

∏︁
�⃗�𝑖𝑖=(𝑖1,..,𝑖𝑑)

(𝑝𝑘
�⃗�𝑖𝑖
)𝑧𝑘(𝑛,⃗𝑖𝑖𝑖)

Като пример на степенен ред с безкраен носител e разгледано многомерно-

то Поасоново разпределение, за което са доказани следните теореми (Staneva[81]).

Теорема. 2.52.52.5 За многотипов разклоняващ се процес с многомерно Поасо-

ново индивидуално разпределение е в сила

𝑃

(︂
Z(𝑛+1) = z*(𝑛+1)|Z(𝑛) = z*(𝑛)

)︂
=

𝑑∏︁
𝑘=1

𝑒
−
(︀ 𝑑∑︀
𝑚=1

𝑧*𝑚(𝑛) 𝜃𝑚𝑘

)︀ (︀ 𝑑∑︀
𝑚=1

𝑧*𝑚(𝑛) 𝜃𝑚𝑘

)︀𝑧*(𝑛+1)

𝑧*(𝑛 + 1) !

Следващата теорема е доказана в двумерния случай, но може да се обобщи.
Теорема. 2.62.62.6 За двутипов разклоняващ се процес с двумерно Поасоново ин-

дивидуално разпределение е в сила

P
(︀ ̃︀𝒥𝑛 | 𝒥𝑛, 𝜃𝜃𝜃

)︀
=

2∏︁
𝑘=1

2∏︁
𝑗=1

(︂𝑧*𝑗 (𝑛)∑︀
𝑠=1

𝜉𝑘𝑗𝑠(𝑛)

)︂
!

𝑧*𝑗 (𝑛)∏︀
𝑠=1

𝜉𝑘𝑗𝑠(𝑛)!

.

(︃
1

𝑧*𝑗 (𝑛)

)︃𝑧*𝑗 (𝑛)∑︀
𝑠=1

𝜉𝑘𝑗𝑠(𝑛)

×

2∏︁
𝑘=1

𝑧*𝑘(𝑛 + 1)!

𝑧1𝑘(𝑛)! 𝑧2𝑘(𝑛)!

(︂
𝑧*1(𝑛)𝜃𝑘1

𝑧*1(𝑛)𝜃𝑘1 + 𝑧*2(𝑛)𝜃𝑘2

)︂𝑧1𝑘(𝑛)
(︂

𝑧*1(𝑛)𝜃𝑘1
𝑧*1(𝑛)𝜃𝑘1 + 𝑧*2(𝑛)𝜃𝑘2

)︂𝑧2𝑘(𝑛)

.

където 𝑧𝑡𝑘(𝑛) =

𝑧*𝑡 (𝑛)∑︁
𝑠=1

𝜉𝑘𝑡𝑠(𝑛), 𝑍𝑘(𝑛 + 1) =

𝑍1(𝑛)∑︁
𝑠=1

𝜉𝑘1𝑠(𝑛) +

𝑍2(𝑛)∑︁
𝑠=1

𝜉𝑘2𝑠(𝑛)
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Следствие. 2.22.22.2 При двумерно Поасоново индивидуално разпределение, услов-

ното разпределение
(︀ ̃︀𝒥𝑛 | 𝒥𝑛, 𝜃𝜃𝜃

)︀
може да се представи като произведение от

полиномни разпределения1

Метод за симулиране на броя на децата от всеки тип във всяко поколениеМетод за симулиране на броя на децата от всеки тип във всяко поколениеМетод за симулиране на броя на децата от всеки тип във всяко поколение

1)1)1) Генерираме в (𝑛+1)-во поколение броя на частиците от първи тип
𝑍1(𝑛)∑︀
𝑠=1

𝜉11𝑠(𝑛)

и
𝑍2(𝑛)∑︀
𝑠=1

𝜉12𝑠(𝑛), потомци съответно на частиците от първи и втори тип от 𝑛-то

поколение. Използваме полиномно разпределение с брой опита 𝑍1(𝑛 + 1) =
𝑍1(𝑛)∑︀
𝑠=1

𝜉11𝑠(𝑛)+
𝑍2(𝑛)∑︀
𝑠=1

𝜉12𝑠(𝑛) и вероятности за събитията ( 𝑍1(𝑛)𝜃11
𝑍1(𝑛)𝜃11+𝑍2(𝑛)𝜃21

, 𝑍2(𝑛)𝜃21
𝑍1(𝑛)𝜃11+𝑍2(𝑛)𝜃21

).

2)2)2) Генерираме в (𝑛+1)-во поколение броя на частиците от първи тип
𝑍1(𝑛)∑︀
𝑠=1

𝜉21𝑠(𝑛)

и
𝑍2(𝑛)∑︀
𝑠=1

𝜉22𝑠(𝑛), потомци съответно на частиците от първи и втори тип от 𝑛-то

поколение. Използваме полиномно разпределение с брой опита 𝑍2(𝑛 + 1) =
𝑍1(𝑛)∑︀
𝑠=1

𝜉21𝑠(𝑛)+
𝑍2(𝑛)∑︀
𝑠=1

𝜉22𝑠(𝑛) и вероятности за събитията ( 𝑍1(𝑛)𝜃12
𝑍1(𝑛)𝜃12+𝑍2(𝑛)𝜃22

, 𝑍2(𝑛)𝜃22
𝑍1(𝑛)𝜃12+𝑍2(𝑛)𝜃22

).

3)3)3) Използвайки генерирания брой
𝑍1(𝑛)∑︀
𝑠=1

𝜉11𝑠(𝑛), генерираме броя наследници

𝜉11𝑠(𝑛), където 𝑠 = 1, .., 𝑍1(𝑛), за всяка една от общо 𝑍1(𝑛) броя частици от

първи тип, чието потомство е от тип 1, използвайки полиномно разпределе-

ние със
𝑍1(𝑛)∑︀
𝑠=1

𝜉11𝑠(𝑛) опита и 𝑍1(𝑛) събития с равни вероятности, равни на 1
𝑍1(𝑛)

.

4)4)4) Използвайки генерирания брой
𝑍2(𝑛)∑︀
𝑠=1

𝜉12𝑠(𝑛), генерираме броя наследници

𝜉12𝑠(𝑛), където 𝑠 = 1, .., 𝑍2(𝑛), за всяка от 𝑍2(𝑛) броя частици от тип 2, чието

потомство е от тип 1, използвайки полиномно разпределение със
𝑍2(𝑛)∑︀
𝑠=1

𝜉12𝑠(𝑛)

опита и 𝑍2(𝑛) събития с равни вероятности, равни на 1
𝑍2(𝑛)

.

5)5)5) Използвайки генерирания брой
𝑍1(𝑛)∑︀
𝑠=1

𝜉21𝑠(𝑛), генерираме броя наследници

𝜉21𝑠(𝑛), където 𝑠 = 1, .., 𝑍1(𝑛), за всяка от 𝑍1(𝑛) броя частици от тип 1, чието

потомство е от тип 2, използвайки полиномно разпределение със
𝑍1(𝑛)∑︀
𝑠=1

𝜉21𝑠(𝑛)

опита и 𝑍1(𝑛) събития с равни вероятности, равни на 1
𝑍1(𝑛)

.

1 За по разбираем вид формулата може да се запише така:
(︀ ̃︀𝒥𝑛 | 𝒥𝑛, 𝜃

)︀
∼

2∏︁
𝑘=1

𝑀𝑢𝑙𝑡𝑖𝑛𝑜𝑚𝑖𝑎𝑙

(︃𝑍1(𝑛)∑︁
𝑠=1

𝑋
𝑘
1𝑠,

{︃
1

𝑍1(𝑛)

}︃)︃
.𝑀𝑢𝑙𝑡𝑖𝑛𝑜𝑚𝑖𝑎𝑙

(︃𝑍2(𝑛)∑︁
𝑠=1

𝑋
𝑘
2𝑠,

{︃
1

𝑍2(𝑛)

}︃)︃
2∏︁

𝑘=1

𝑀𝑢𝑙𝑡𝑖𝑛𝑜𝑚𝑖𝑎𝑙

(︃
𝑍𝑘(𝑛+1),

{︂
𝑍1(𝑛)𝜃𝑘1

𝑍1(𝑛)𝜃𝑘1 + 𝑍2(𝑛)𝜃𝑘2

,
𝑍2(𝑛)𝜃𝑘2

𝑍1(𝑛)𝜃𝑘1 + 𝑍2(𝑛)𝜃𝑘2

}︂ )︃
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6)6)6) Използвайки генерирания брой
𝑍2(𝑛)∑︀
𝑠=1

𝜉22𝑠(𝑛), генерираме броя наследници

𝜉22𝑠(𝑛), където 𝑠 = 1, 2, . . . , 𝑍2(𝑛), за всяка от 𝑍2(𝑛) броя частици от тип 2, чие-

то потомство е от тип 2, използвайки полиномно разпределение със
𝑍2(𝑛)∑︀
𝑠=1

𝜉22𝑠(𝑛)

опита и 𝑍2(𝑛) събития с равни вероятности, равни на 1
𝑍2(𝑛)

.

Робастно оценяванеРобастно оценяванеРобастно оценяване

Дефиниция. 2.32.32.3 Нека 𝑋𝑋𝑋 = (𝑥1, . . . , 𝑥𝑛) е крайна извадка с обем 𝑛.

𝐵𝑃 (𝑇 ) =
1

𝑛
max{𝑚 : sup

𝑋𝑋𝑋′
‖𝑇 (𝑋𝑋𝑋 ′) − 𝑇 (𝑋𝑋𝑋)‖ < ∞} наричаме

прагова точка на статистиката 𝑇, където 𝑋 ′ е коя да е извадка, получена от

𝑋 чрез заместване на кои да е 𝑚 от стойностите на 𝑋 с произволни стойности.

Робастно разширение на MLE, което притежава висока прагова точка, е

орязаното и претеглено правдоподобие (WTL), въведено от Vandev и Neykov(1993).

Във функцията на правдоподобие, от извадката с размер 𝑛, те включват само

𝑘 на брой наблюдения с най-голяма вероятностна плътност. Останалите 𝑛− 𝑘

наблюдения се разглеждат като аутлаери.

Дефиниция. 2.42.42.4 Числото 𝑘 ∈ ([𝑛
2
, 𝑛] се нарича фактор на орязване.

Факторът на орязване 𝑘 определя броя на наблюденията, участващи в

оценката и нивото на устойчивост на тази оценка. Малката стойност на 𝑘 се

свързва с висока прагова точка, но тогава участват малък брой наблюдения

и функцията на правдоподобие има по-плоска графика.

През 1992г. Vandev въвежда понятието 𝑑−пълнота, а през 1993г. Vandev и

Neykov изучават връзката между прагова точка при крайна извадка и 𝑑−пълнотата.

Дефиниция. 2.52.52.5 (Vandev) Крайното множество 𝐹 от 𝑛 функции се нарича
𝑑−пълно, ако за всяко подмножество на 𝐹 , с кардиналност 𝑑, супремумът

на това подмножество е субкомпактна функция.

Дефиниция. 2.62.62.6 (Vandev, Vandev & Neykov) Реалнозначната функция 𝑔(𝜃),
дефинирана в топологичното пространство Θ, се нарича субкомпактна, ако

нейните Лебегови множества 𝐿𝑔(𝐶) = {𝜃 : 𝑔(𝜃) ≤ 𝐶} са компактни за произ-

волна константа 𝐶.
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Vandev(1993) доказва, че ако едно множество е 𝑑−пълно, то e и 𝑑+1−пълно.

В дисертацията е доказано следното твърдение:

Твърдение. 2.12.12.1 Всяка непрекъсната функция 𝑔(𝑥), дефинирана в компактно
множество 𝐷 е субкомпактна.

През 1996г. Neykov доказва, че сума на константа и субкомпактна функция

е субкомпактна функция, както и че произведение на положителна константа

и субкомпактна функция е субкомпактна функция.

В дисертацията са използвани и следните две свойства:

Твърдение. 2.42.42.4(Neykov) Ако функцията 𝑓(𝑥) е субкомпактна и 𝑓(𝑥) ≤ 𝑔(𝑥)

за всяко 𝑥 от дефиниционната област на непрекъснатата функция 𝑔(𝑥), то

𝑔(𝑥) също е субкомпактна функция.

Теорема. 2.72.72.7(Atanasov&Neykov) Реалнозначната непрекъсната функция 𝑔(𝜃),

дефинирана в отвореното множество Θ ⊆ 𝑅𝑛 е субкомпактна ⇐⇒ за вся-

ка редица от точки {𝜃𝑖} ∈ Θ, сходяща към точка от границата 𝜃0 ∈ 𝜕Θ е

изпълнено 𝑔(𝜃𝑖)
𝑖→∞−−−→ ∞ при 𝜃𝑖

𝑖→∞−−−→ 𝜃0.

Дефиниция. 2.72.72.7 (WLTE) Нека 𝑥1, 𝑥2, . . . , 𝑥𝑛 са 𝑛 на брой независими и ед-

накво разпределени наблюдения с вероятностна плътност 𝜙(𝑥,𝜃𝜃𝜃), където 𝜃𝜃𝜃 е

неизвестен параметричен вектор. Претеглена и орязана максимално правдо-

подобна оценка от ред 𝑘 −𝑊𝐿𝑇𝐸(𝑘) за параметричния вектор 𝜃𝜃𝜃 се нарича

𝑊𝐿𝑇𝐸(𝑘) = 𝑎𝑟𝑔 min
𝜃𝜃𝜃∈Θ𝑝

𝑘∑︁
1

𝑤𝑖𝑓𝜈(𝑖)(𝜃𝜃𝜃), (1)

където 𝑓𝜈(1) ≤ 𝑓𝜈(2),≤ . . . ,≤ 𝑓𝜈(𝑛) са подредени стойности на 𝑓𝑖 = − log𝜙(𝑥𝑖, 𝜃𝜃𝜃)

в 𝜃𝜃𝜃, а 𝜈(1) ≤ 𝜈(2), . . . , 𝜈(𝑛) е съответната пермутация на индексите, които

могат да зависят от 𝜃𝜃𝜃. Теглата 𝑤𝑖 ≥ 0, 𝑖 = 1, .., 𝑘 са такива, че съществува

индекс 𝑘 = max{𝑖 : 𝑤𝑖 > 0}.

Намирането на праговата точка на оценката WLTE(k), изисква да се на-

мери индекса на пълнота 𝑑 на множеството 𝐹 = {−log 𝑓(𝑥𝑖, 𝜃𝜃𝜃)}, 𝑖 = 1, 𝑘.

Въвеждаме означението 𝑅(𝑘) =
{︀
𝜃𝜃𝜃 : 𝜃𝜃𝜃 = 𝑎𝑟𝑔 min

(︀ 𝑘∑︀
𝑖=1

𝑤𝑖.𝑓𝜈(𝑖)(𝜃𝜃𝜃)
)︀ }︀

.

В дисертацията използваме следващата основна теорема:
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Теорема. 2.82.82.8 (Vandev & Neykov) Праговата точка на 𝑊𝐿𝑇𝐸(𝑘), върху из-

вадката (𝑥1, 𝑥2, . . . , 𝑥𝑛), е не по малка от 𝑛−𝑘
𝑛
, ако множеството функ-

ции 𝐹 =
{︀
𝑓𝑖(𝜃𝜃𝜃) = − log𝜙(𝑥𝑖, 𝜃𝜃𝜃), 𝑖 = 1, 𝑛, 𝜃𝜃𝜃 ∈ Θ

}︀
е 𝑑- пълно, за 𝑛 ≥ 3𝑑 и

𝑛+𝑑
2

≤ 𝑘 ≤ 𝑛 − 𝑑. Тук 𝑓𝜈(1) ≤ · · · ≤ 𝑓𝜈(𝑛) са подредените стойности на 𝑓 , а

𝜈(1) ≤ · · · ≤ 𝜈(𝑛) е пермутацията на индексите, които зависят от 𝜃𝜃𝜃.

За следващия резултат наблюдаваме цялото фамилно дърво на двумерен

разклоняващ се процес с индивидуално разпределение двумерен степенен ред

и въвеждаме означенията:

∙ 𝒮 = (𝒮1,𝒮2) е множеството от възможните стойности на сл. вектор (𝑋, 𝑌 );

∙ ℰ е областта на сходимост на степенния ред 𝐴(𝜃1𝑘, 𝜃2𝑘), а 𝜕ℰ е нейната

граница;

∙ 𝑀𝑎𝑥𝑉 𝑋 ∈ 𝒮1 и 𝑀𝑎𝑥𝑉 𝑌 ∈ 𝒮2 са максималната стойност съответно на

случайната променлива 𝑋 и случайната променлива 𝑌 ;

∙ 𝑀𝑖𝑛𝑉 𝑋 ∈ 𝒮1 и 𝑀𝑖𝑛𝑥𝑉 𝑌 ∈ 𝒮2 са минималната стойност съответно на

случайната променлива 𝑋 и случайната променлива 𝑌 ;

∙ Ако (𝑀𝑖𝑛𝑉 𝑋,𝑀𝑖𝑛𝑉 𝑌 ) ∈ 𝒮, тогава 𝑁𝑀𝑖𝑛𝑉 𝑋, 𝑀𝑖𝑛𝑉 𝑌 e наблюдавания брой

вектори в извадката с минимални стойности на координатите;

∙ Ако 𝑀𝑎𝑥𝑉 𝑋 < ∞, 𝑀𝑎𝑥𝑉 𝑌 < ∞ и (𝑀𝑎𝑥𝑉 𝑋,𝑀𝑎𝑥𝑉 𝑌 ) ∈ 𝒮, тогава

означаваме с 𝑁𝑀𝑎𝑥𝑉 𝑋, 𝑀𝑎𝑥𝑉 𝑌 наблюдавания брой вектори в извадката с

максимална стойности на координатите;

В следващата Теорема, прилагаме Теорема 2.8 и намираме долна грани-

ца на праговата точка на оценката на параметъра на индивидуалното дву-

мерно разпределение от тип двумерен степенен ред, в зависимост от стой-

ността на въведените величини. Теорема е публикувана от Atanasov, Staneva,

Stoimenova.

Теорема. 2.92.92.9 Разглеждаме извадка от 𝑛 независими двумерни наблюдения

с разпределение двумерен степенен ред.

{(𝑥1, 𝑦𝑖), .., (𝑥𝑛, 𝑦𝑛)}, {(𝑥𝑘, 𝑦𝑘)} ∼ 𝜃 𝑥𝑘
1 𝜃 𝑦𝑘

2

𝐴(𝜃1, 𝜃2)

За праговата точка на оценката WLTE(k) са в сила твърденията:

21



1)1)1) Нека |𝒮| = ∞, 𝜃1 > 0, 𝜃2 > 0 и (𝜃1, 𝜃2) ∈ ℰ ,

като lim
𝜃1,𝜃2→𝜕ℰ

𝐴(𝜃1, 𝜃2)

𝜃 𝑖
1 𝜃 𝑗

2

= ∞, ∀(𝑖, 𝑗) ∈ 𝒮 ∖ (𝑀𝑖𝑛𝑉 𝑋,𝑀𝑖𝑛𝑉 𝑌 ).

Тогава ∃∃∃ оценката 𝑊𝐿𝑇𝐸(𝑘) и праговата точка не е по-малка от
[𝑛− 𝑘]

𝑛
,

ако 𝑛 ≥ 3 (𝛾 + 1 ) и
[︀
𝑛 + 𝛾 + 1

]︀
2

≤ 𝑘 ≤ 𝑛− 𝛾 − 1,

където 𝛾 = 𝑁𝑀𝑖𝑛𝑉 𝑋, 𝑀𝑖𝑛𝑉 𝑌

2)2)2) Нека |𝒮| < ∞, 𝜃1 ∈ (0,∞) и 𝜃2 ∈ (0,∞)

Тогава ∃∃∃ оценката 𝑊𝐿𝑇𝐸(𝑘) и праговата точка не е по-малка от
[𝑛− 𝑘]

𝑛
,

ако 𝑛 ≥ 3
(︀
𝜈 + 1

)︀
и

1

2

(︀
𝑛 + 𝜈 + 1

)︀
≤ 𝑘 ≤ 𝑛− 𝜈 − 1,

където 𝜈 = max(𝑁𝑀𝑖𝑛𝑉 𝑋,𝑀𝑖𝑛𝑉 𝑌 , 𝑁𝑀𝑎𝑥𝑉 𝑋,𝑀𝑎𝑥𝑉 𝑌 ).

Ако (𝑀𝑎𝑥𝑉 𝑋,𝑀𝑎𝑥𝑉 𝑌 ) ̸∈ 𝒮, тогава е в сила (1)

3)3)3) Нека (𝜃1, 𝜃2) ∈ 𝛷 и 𝛷 е компактно подмножество на ℰ .

Тогава ∃∃∃ оценката 𝑊𝐿𝑇𝐸(𝑘) и праговата точка не е по-малка от
[𝑛− 𝑘]

𝑛
,

ако 𝑛 ≥ 3 и
[︀𝑛 + 1

2

]︀
≤ 𝑘 ≤ 𝑛− 1

Глава 3.Глава 3.Глава 3. ЕМ алгоритъм за статистическа оценка на MBP

С помощта на ЕМ алгоритъма е получена MLE за параметрите на индивиду-

алното разпределение на двутипов разклоняващ се процес, при непълни наб-

людавани данни. Генерира се редица от приближения
{︀
𝜃𝜃𝜃(𝑡)
}︀∞

𝑡=1
, при случайно

начално 𝜃𝜃𝜃(0). Нека 𝜃𝜃𝜃(𝑡−1) е дадено.

ЕМ алгоритъмът има две стъпки Е-стъпка и М-стъпка:

E step

Търси се условното очакване на скритите данни. Ако ℓ
(︀
𝜃 | ̃︀𝒥𝑁 ,𝒥𝑁

)︀
е функци-

ята на лог-правдоподобие при наблюдаване на данните от цялото дърво ̃︀𝒥𝑁 и

𝒥𝑁 , то ненаблюдаваните данни във функцията на правдоподобие се заместват
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с условното очакване.

𝑄
(︀
𝜃,𝜃(𝑡−1)

)︀
= 𝐸 ̃︀𝒥𝑁 |𝒥𝑁

[︀
ℓ
(︀
𝜃 | ̃︀𝒥𝑁 ,𝒥𝑁

)︀]︀
.

M-step

Новото приближение 𝜃𝜃𝜃(𝑡) се получава от 𝜃𝜃𝜃(𝑡) = 𝑎𝑟𝑔 max𝜃 𝑄
(︀
𝜃𝜃𝜃,𝜃𝜃𝜃(𝑡−1)

)︀
.

За да се изрази условното разпределение за едно поколение, се прилага

следствието от Tеорема 2.1. Прилага се и основната Теорема 2.4 и се получава

условното разпределение за 𝑛-то поколение:

𝑃 ( ̃︀𝒥𝑛|𝒥𝑛, 𝜃𝜃𝜃) =

2∏︀
𝑘=1

𝑀𝑛
(︀
𝑧𝑘(𝑛), {𝑝𝑘(𝑖

𝑘
,𝑗
𝑘
)}(𝑖

𝑘
,𝑗
𝑘
)∈𝒮𝑘

)︀
𝑟∑︀

𝑠=1

𝛼𝑠(𝑛).𝛽𝑠(𝑛)
, където 𝑧1(𝑛) и 𝑧2(𝑛)

са наблюдаваните данни и 𝑀𝑛(𝑥, 𝑝𝑟𝑜𝑏) е полиномна вероятност.

За MBP с индивидуално разпределение MPSOD, Е-стъпката e:

𝐸 ̃︀𝒥𝑁 |𝒥𝑁

[︀
ℓ(𝜃 | ̃︀𝒥𝑁)

]︀
=

2∑︁
𝑘=1

𝑁−1∑︁
𝑛=1

∑︁
(𝑖

𝑘
,𝑗
𝑘
)∈𝒮𝑘

𝐸 ̃︀𝒥𝑁 |𝒥𝑁

[︀
𝑍𝑘

(︀
𝑛, (𝑖

𝑘
, 𝑗

𝑘
)
)︀]︀
𝑙𝑜𝑔 𝑝𝑘(𝑖,𝑗)

Така за двутипов разклоняващ се процес с триномиално индивидуално разп-

ределение, на M-стъпката получаваме приближенията:

̂︁𝜃𝑘𝑠 =

𝑁−1∑︀
𝑛=0

𝐸
[︀
𝑍𝑠

𝑘(𝑛 + 1)
]︀

𝑀𝑠

𝑁−1∑︀
𝑛=0

𝑍𝑠(𝑛) −
𝑁−1∑︀
𝑛=0

𝐸
[︀
𝑍

𝑠

1(𝑛 + 1)
]︀
−

𝑁−1∑︀
𝑛=0

𝐸
[︀
𝑍

𝑠

2(𝑛 + 1)
]︀ , 𝑠, 𝑘 = 1, 2.

При отрицателно полиномно разпределение тези приближения са:

̂︁𝜃𝑠𝑘 =

𝑁−1∑︀
𝑛=0

𝐸

[︂
𝑍𝑘

𝑠 (𝑛 + 1)

]︂
𝑀

𝑁−1∑︀
𝑛=0

𝑍𝑘(𝑛) +
𝑁−1∑︀
𝑛=0

𝐸

[︂
𝑍𝑘

1 (𝑛 + 1)

]︂
+

𝑁−1∑︀
𝑛=0

𝐸

[︂
𝑍𝑘

2 (𝑛 + 1)

]︂ 𝑠, 𝑘 = 1, 2. (2)
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Фигура 0.1: Класически EM алгоритъм, 80 итерации за 10 поколения от двутипов
разклоняващ процес с полиномното разпределение.

При двумерно Поасоново разпределение за параметрите получаваме:

̂︀𝜃𝑠𝑘 =

𝑁−1∑︀
𝑛=0

𝐸

[︂
𝑍𝑘

𝑠 (𝑛 + 1)

]︂
𝑁−1∑︀
𝑛=0

𝑍𝑘(𝑛)

, 𝑠 = 1, 2; 𝑘 = 1, 2.

През 1999 г. Shiro Ikeda прави връзка между EM алгоритъма и Fisher scoring

алгоритъма и използва EM алгоритъма рекурсивно.

Итерационната стъпка при EM алгоритъма той я представя във вида:

𝜃𝜃𝜃(𝑡+1) = 𝜃𝜃𝜃𝑡+𝐼𝑋
−1(𝜃𝜃𝜃(𝑡)) 𝜕ℓ(𝑥;𝜃𝜃𝜃), където ℓ(𝑥;𝜃𝜃𝜃) = log𝐿(𝑥;𝜃𝜃𝜃) , 𝜕 =

(︀
𝜕

𝜕𝜃1
, 𝜕
𝜕𝜃2

, . . . , 𝜕
𝜕𝜃𝑑

)︀𝑇 ,

и 𝐼𝑋(𝜃𝜃𝜃(𝑡)) е информационната матрица на Фишер за 𝐿(𝑥;𝜃𝜃𝜃):

𝐼𝑋(𝜃𝜃𝜃(𝑡)) =
(︀
𝐸𝑝(𝑥;𝜃𝜃𝜃)

[︀
𝜕𝑖ℓ(𝑥;𝜃𝜃𝜃)𝜕𝑗ℓ(𝑥;𝜃𝜃𝜃)

]︀)︀
𝑖,𝑗

=
(︀
− 𝐸𝑝(𝑥;𝜃𝜃𝜃)

[︀
𝜕𝑖𝜕𝑗ℓ(𝑥;𝜃𝜃𝜃)

]︀)︀
𝑖,𝑗
.

Ikeda разширява информационната матрица на Фишер

𝐼𝑌
−1 =

(︀
𝐼 +

∞∑︀
𝑖=1

(︀
𝐼𝑋

−1𝐼𝑍|𝑌
)︀𝑖)︀

𝐼𝑋
−1(𝜃𝜃𝜃) и доказва следната теорема:

Теорема. 3.13.13.1 (Ikeda) Нека ̂︀𝜃𝜃𝜃(𝑡+1)
е оценката на параметъра 𝜃𝜃𝜃, получена чрез
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прилагане на една EM стъпка от EM-алгоритъма при начална стойност 𝜃𝜃𝜃(𝑡)

и целево разпределение 𝑝(𝑦;𝜃𝜃𝜃). Тогава ̂︀𝜃𝜃𝜃(𝑡+1)
≃ 𝜃𝜃𝜃(𝑡) + 𝐼𝑋

−1𝐼𝑌 𝐼𝑋
−1𝜕ℓ(𝑥;𝜃𝜃𝜃(𝑡))

Следствие от това е, че зависимостта 𝜃𝜃𝜃* = 2 𝜃𝜃𝜃(𝑡+1) − ̂︀𝜃(𝑡+1)
дава

приближение от по-висок ред на Fisher scoring алгоритъма.

Ускореният EM алгоритъм, на Ikeda се състои от следните стъпки:

[Step 0:][Step 0:][Step 0:] Задаваме начална стойност: 𝜃 = 𝜃(0), при 𝑡 = 0.

[Step 1:][Step 1:][Step 1:] С начална стойност 𝜃(𝑡) и използвайки данните, изпълняваме една

EM стъпка: 𝜃*(𝑡+1) = argmax
{︀
𝐸𝑝(𝑧|𝑦;𝜃(𝑡))

[︀
ℓ(𝑦, 𝑧;𝜃𝑡)

]︀}︀
[Step2:][Step2:][Step2:] С получената стойност на параметъра 𝜃*(𝑡+1) генерираме нови данни

y1 ∼ 𝑝(𝑦;𝜃*(𝑡+1)) от известното ни разпределение

[Step 3:][Step 3:][Step 3:] С начална стойност 𝜃 (𝑡) и с генерираните в предната стъпка данни y1,

изпълняваме още една EM стъпка: ̂︀𝜃(𝑡+1)
= argmax

{︀
𝐸𝑝(𝑧|𝑦1;𝜃(𝑡))

[︀
ℓ(𝑦1, 𝑧;𝜃(𝑡))

]︀}︀
[Step 4:][Step 4:][Step 4:] 𝜃(𝑡+1) = 2̂︀𝜃(𝑡+1)

− 𝜃*(𝑡+1)

[Step 5:][Step 5:][Step 5:] 𝑡 = 𝑡 + 1 и се връщаме на стъпка Step 1.

Глава 4.Глава 4.Глава 4. Monte Carlo алгоритми за оценка на многотипови

разклоняващи се процеси

В дисертацията прилагаме Бейсов анализ за двутипови разклоняващи се про-

цеси с индивидуално разпределение двумерен степенен ред и използваме Gibbs

sampler за да апроксимираме апостериорното разпределение на незивестните

за модела параметри. В симулиран двутипов разклоняващ се процес, прие-

маме, че се наблюдават само 𝒥𝑛 = {𝑍𝑍𝑍(0), . . . ,𝑍𝑍𝑍(𝑛)}. Сканирането на Gibbs

семплера се състои от следните стъпки:

[Стъпка 1.][Стъпка 1.][Стъпка 1.] Семплиране на ненаблюдаемите данни ̃︀𝒥𝑛 = {𝑥𝑥𝑥,𝑦𝑦𝑦}

𝑥𝑥𝑥(𝑘) ∼ 𝑧1(𝑛)!∏︀
(𝑖,𝑗)∈𝑆1

𝑧1(𝑛, (𝑖, 𝑗))!

∏︁
(𝑖,𝑗)∈𝑆1

(𝑝1(𝑖,𝑗))
𝑧1(𝑛,(𝑖,𝑗)) = 𝑀𝑛(𝑧1(𝑛), {𝑝1(𝑖,𝑗)}) 2

𝑦𝑦𝑦(𝑘) ∼ 𝑧2(𝑛)!∏︀
(𝑖,𝑗)∈𝑆2

𝑧2(𝑛, (𝑖, 𝑗))!

∏︁
(𝑖,𝑗)∈𝑆2

(𝑝2(𝑖,𝑗))
𝑧2(𝑛,(𝑖,𝑗)) = 𝑀𝑛(𝑧2(𝑛), {𝑝2(𝑖,𝑗)}),

2 Mn е съкращение на полиномно разпределение
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като 𝑥𝑥𝑥 = {𝑍1(𝑛, (𝑖, 𝑗)) : (𝑖, 𝑗) ∈ 𝑆1}, 𝑦𝑦𝑦 = {𝑍2(𝑛, (𝑖, 𝑗)) : (𝑖, 𝑗) ∈ 𝑆2}

[Стъпка 2][Стъпка 2][Стъпка 2] Генериране на ново приближение за параметъра

𝜃𝜃𝜃(𝑡+1) ∼ 𝑓(𝜃(𝑡) | ̃︀𝒥 ) ∝ 𝜋(𝜃(𝑡)).𝐿( ̃︀𝒥 | 𝜃(𝑡)), 𝜃𝜃𝜃 = (𝜃11, 𝜃21, 𝜃12, 𝜃22)

--- 𝑓(𝜃 | ̃︀𝒥 ) е апостериорното разпределение; --- 𝜋(𝜃) е приорното му разпреде-

ление, --- 𝐿( ̃︀𝒥 | 𝜃) е функцията на правдоподобие.

Изборът на началните стойности за 𝜃𝜃𝜃 не влияе на оценката.

Gibbs sampler прилагаме за:

---полиномното разпределение, където при 𝑠 = 1, 2

𝑝𝑝𝑝(𝑙)𝑠 ∼ Dirichlet
(︀ 𝑁∑︁

𝑛=1

𝑍𝑠
1(𝑛) +𝛼1𝑠,

𝑁∑︁
𝑛=1

𝑍𝑠
2(𝑛) +𝛼2𝑠,

𝑁−1∑︁
𝑛=0

(︀
𝑀𝑍𝑠(𝑛)−𝑍𝑠(𝑛+ 1)

)︀
+𝛼3𝑠

)︀
---отрицателното полиномно разпределение, където при 𝑘 = 1, 2

𝑝𝑝𝑝
(𝑙)
𝑘 ∼ InvertedDirichlet

(︂ 𝑁∑︁
𝑛=1

𝑍𝑘
1 (𝑛) + 𝛼𝑘,

𝑁∑︁
𝑛=1

𝑍𝑘
2 (𝑛) + 𝛽𝑘,

𝑁−1∑︁
𝑛=0

𝑀𝑍𝑘(𝑛) + 𝛾𝑘

)︂

---двумерното Поасоново разпределение, където при 𝑘, 𝑠 = 1, 2

𝜃
(𝑙)
𝑘𝑠 ∼ Gamma

(︀𝑁−1∑︁
𝑛=0

𝑍𝑠
𝑘(𝑛 + 1) + 𝛼𝑘𝑠,

𝑁−1∑︁
𝑛=0

𝑍𝑠(𝑛) + 𝛽𝑘𝑠

)︀
.

Сходимостта на алгоритъма е оценена, като са използвани диагностиките

за сходимост на Gelman&Rubin, с които се оценява сходимостта на МСМС

алгоритмите. Методът е приложен в симулирани процеси с полиномно, от-

рицателно полиномно и Поасоново разпределение. На фиг.(0.2) е показана

популацията на двутипов процес съответно с полиномно, с отрицателно поли-

номно и с двумерно Поасоново индивидуално разпределение. На фигура (0.3)

са показани графиките от диагностиката за сходимост на Gelman & Rubin,

отнасящи се за двутипови процеси със същите индивидуални разпределения

- полиномно и отрицателно полиномно и Поасоново, които са получени при

използване на няколко Марковски вериги. Тук използваме описаният в прило-

жението числен метод за определяне на носителя на отрицателното полиномно

разпределение, което както е известно има безкраен носител.
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Фигура 0.2: Размерът на популациите на двутипов разклоняващ процес с поли-
номно индивидуално разпределение, с отрицателно полиномно индивидуално и с
Поасоново индивидуално разпределение

В настоящата дисертация е разгледан и Монте Карло ЕМ алгоритъма. При

прилагането на E-стъпката в общия случай е много трудно да се изчисли ус-

ловното очакване, защото се получават твърде големи суми и много обемни

изчисления, изискващи много процесорно време. Това налага използването на

Монте Карло алгоритмите. При прилагането на MCMC методите се използват

фиксирани стойности на параметрите, за да се семплира от условното разп-

ределение на ненаблюдаваните данни относно наблюдаваните данни, защото

не може да се получат извадки директно от разпределението, което трябва да

се оцени.

Основните стъпки на Монте Карло EM алгоритъма са:Основните стъпки на Монте Карло EM алгоритъма са:Основните стъпки на Монте Карло EM алгоритъма са:

[Step 0:][Step 0:][Step 0:] Инициализиране на параметрите 𝜃
(0)
11 , 𝜃

(0)
21 , 𝜃

(0)
12 , 𝜃

(0)
22 ;

[Step 1:][Step 1:][Step 1:] Изчисляване на индивидуалните вероятности за двата типа частици

𝑝1(𝑖1,𝑗1) и 𝑝2(𝑖2,𝑗2), където (𝑖𝑘, 𝑗𝑘) ∈ 𝑆𝑘. За да се получат ненаблюдаваните данни

𝑧𝑘(𝑛, (𝑖, 𝑗)), се семплира от условното разпределение 𝑝
(︀ ̃︀𝒥𝑛|𝒥𝑛,𝜃

)︀
{𝑧𝑘(𝑛, (𝑖, 𝑗))} ∼

𝑝
(︀ ̃︀𝒥𝑛|𝒥𝑛,𝜃

)︀
, като се използва удобен MCMC алгоритъм, например Gibbs Sampler.

[Step 2 - E стъпка:][Step 2 - E стъпка:][Step 2 - E стъпка:] Монте Карло изчисления. На тази стъпка се апроксимира

условното очакване

𝐸̃︂𝒥𝒩 |𝐽

[︂
ℓ(𝜃𝜃𝜃 | ̃︁𝒥𝒩 ,𝒥𝒩 , )

]︂
=
∑︁
𝑦∈̃︂𝒥𝒩

ℓ(𝜃𝜃𝜃|𝑦,𝒥𝒩 ).𝑝
(︀̃︁𝒥𝒩 |𝒥𝒩 , 𝜃𝜃𝜃

)︀
с функцията

𝑄(𝜃𝜃𝜃,𝜃𝜃𝜃(0)) =
1

𝑚

𝑚∑︁
𝑗=1

𝑙𝑜𝑔 p(𝑦𝑗|𝒥𝒩 , 𝜃𝜃𝜃)

където {𝑦𝑗}𝑚𝑗=1 ∼ 𝑝
(︀̃︁𝒥𝒩 |𝒥𝒩 , 𝜃𝜃𝜃

)︀
и 𝑚 е броят на извадките

[Step 3 - M стъпка:][Step 3 - M стъпка:][Step 3 - M стъпка:] Максимизиране 𝜃𝜃𝜃(𝑖) = 𝑎𝑟𝑔 max𝜃𝜃𝜃
̂︀𝑄(𝜃𝜃𝜃)
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Фигура 0.3: Диагностиката на Gelman-Rubin за двумерното Поасоново разпределение и за отрицател-
ното полиномно индивидуално разпределение на двутипов BP
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ОСНОВНИ ПРИНОСИ В ДИСЕРТАЦИЯТАОСНОВНИ ПРИНОСИ В ДИСЕРТАЦИЯТАОСНОВНИ ПРИНОСИ В ДИСЕРТАЦИЯТА

В настоящата дисертация могат да се отбележат следните приноси:приноси:приноси:

1. Бейсово оценяване на многотипови разклоняващи се процеси.

Направен е Бейсов параметричен анализ на неизвестните параметри за

многотипови процеси с разпределение на потомството многомерен степе-

нен ред. Получените оценки и изчисления са приложени при методите

Монте Карло и по-конкретно Gibbs sampler и Монте Карло ЕМ.

2. Робастното оценяване на двутипови разклоняващи се процеси. Доказа-

на е Теорема за праговата точка на претеглената и орязана правдоподоб-

на оценка - WLTE(k), отнасяща се за двутипови процеси с разпределение

двумерен степенен ред. Полученият резултат е публикуван.

3. Приложен е ЕМ алгоритъм за двутипови разклоняващи се процеси в

случаите на полиномно, отрицателно полиномно и двумерно Поасоново

индивидуално разпределение.

4. Направени са изследвания за численото намиране на носителя. Описан

е итеративен алгоритъм, който използвайки модата на разпределени-

ята, изчислява носителя на полиномното, отрицателното полиномно и

двумерното Поасоново разпределение. Разгледани са примери.

5. Разгледана е ускорена модификация на ЕМ алгоритъма, наречена уско-

рен ЕМ алгоритъм. Алгоритъмът е приложен към двутипови процеси с

полиномно индивидуално разпределение. Резултатите от изпълнението

му са сравнени с изпълнението на класическия ЕМ алгоритъм.
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6. Направена е симулация на двутипови разклоняващи се процеси. Към

симулирани процеси с полиномно индивидуално разпределение са при-

ложени алгоритмите ЕМ и Ускорен ЕМ. За симулирани двутипови разк-

лоняващи се процеси с полиномно, отрицателно полиномно и Поасоново

разпределение е приложен Gibbs sampler. Изследвана и сходимостта, ка-

то е използвана диагностика за сходимост на MCMC алгоритми.

7. Дисертацията има научно-образователен принос. Използван е голям

обем литература, която е представена систематизирано. На едно място е

описана теорията за статистическо оценяване на разклоняващи се проце-

си, приложена е тази теория и е използвана в симулации чрез примери.

8. Създадено е улеснение за бъдещи изследвания, като е показано, че към

многотиповите разклоняващи се процеси могат да се приложат и по-

сложни методи.
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ОБЩИ ИЗВОДИ И ПРЕДЛОЖЕНИЯОБЩИ ИЗВОДИ И ПРЕДЛОЖЕНИЯОБЩИ ИЗВОДИ И ПРЕДЛОЖЕНИЯ

Настоящата дисертация показва използването на компютърни методи при

статистическа оценка на многотиповите разклоняващи се процеси. Едно от

предизвикателствата при анализирането на многотиповите разклоняващи се

процеси е големият обем данни, които трябва да се обработят, както и полу-

чаването на твърде големи числови стойности. Освен това, статистическото

оценяване на многотиповите разклоняващи се процеси чрез ЕМ алгоритъм е

съпроводено с много обемни изчисления, изискващи много процесорно време.

Бейсовият подход, приложен в настоящата работа, позволява използването

на методите Монте Карло, в които за да се направи статистическа оценка на

неизвестните параметри, се търси апостериорното им разпределение. Изпол-

зването на МСМС алгоритмите води до редуциране на сложността на изчис-

ленията.

Предмет на бъдещи изследванияПредмет на бъдещи изследванияПредмет на бъдещи изследвания могат да бъдат:

∙ робастно оценяване и намиране на праговата точка на друг клас много-

типови разклоняващи се процеси;

∙ прилагане на други МСМС алгоритми, EM модификации и проксимални

алгоритми за статистическа оценка на MBP.
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